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Metoodika

PSllukultuuride tuvastamise metoodika I6ppversioon on kirjeldatud lisatud dokumendis ,,D4.8
Pollukultuuride tuvastusmudeli kirjeldus koos tdpsushinnangutega, 4. iteratsioon
(Idpparuanne) — siigis 2020“ Ik 46-94.

Pdldude Sentinel-1 ja -2 aegridadest eksete eemaldamise metoodika on kirjeldatud lisatud
dokumendis ,D4.5 Lisa 1. Pdéllukultuuride tunnusvektorite aegridade rihmitamine
klasterdamise abil ja eksete eemaldamine Gpetusandmetest — Metoodika kirjeldus” Ik 36-45.

Mullakaardi andmete rakendamise metoodika on toodud lisatud dokumendis ,D4.1
Kirjanduse Ulevaade ja esialgne pdllukultuuride tuvastusmudeli kirjeldus Ik 6-35.

Testimine ja veahinnangud

Testimise metoodika, testimise tulemused ja veahinnangud on analtsitud lisatud
dokumendis ,,D4.8 Pdllukultuuride tuvastusmudeli kirjeldus koos tdpsushinnangutega, 4.
iteratsioon (IGpparuanne) — sligis 2020“ Ik 16-38.

Hinnangud ja soovitused

Hinnangud ja soovitused pdllukultuuride tuvastusmetoodika Eestis rakendamiseks on toodud
lisatud dokumendis ,,D4.8 P&llukultuuride tuvastusmudeli kirjeldus koos tdapsushinnangutega,
4. iteratsioon (I0pparuanne) — sligis 2020“ Ik 38-40.

Prototliliptarkvara koos metoodika testimiseks vajaliku néaidisandmestikuga on vabalt
kattesaadav siit: https://bitbucket.org/kappazeta/rita-evaluator/src/master/

Kasutusalad

Viljatootatud satelliitseire-pohist pollukultuuride tuvastamise metoodikat saab rakendada
jargmisteks kasutusjuhtudeks:

1. Pdllumaade pindalatoetuste kontroll Eesti Pollumajanduse Registrite ja Informatsiooni
Ametis (PRIAs).

2. Riiklikuks objektiivseks pdllumajandusmaade statistikaks, et leida kui mitmel hektaril
ja pOllul igat pollukultuuri Eestis igal aastal kasvatati.

3. Tappispollunduse rakendustes tehnoloogilise komponendina, kus edasisteks
teenusteks ja anallilisideks on vaja teada, mis pollukultuuri igal aastal igal pdllul
kasvatati.


https://bitbucket.org/kappazeta/rita-evaluator/src/master/

Maksumusehinnang

Enne tdpsema maksumuse hinnangu juurde minekut peaks PRIA, kui pollukultuuride

tuvastamise info peamine kasutaja, motlema kuidas ta soovib sateliitseire monitooringule Gle
mina, sest lahenduse kogukulu (s.h. PRIA oma tOo0tajate todaeg mitme aasta peale kokku) ja
saadud tulemuse kvaliteet sdltub tugevalt valitud |dhenemisest. Teiste Euroopa riikide

praktikaid uurides leiame peamiselt kaks lahenemist:

A.

Osta satelliitseire info sisse hooajapohise teenusena. Teenusepakkuja tarnib
makseagentuurile igal aastal koigi valitud pdldude kohta niitmise tuvastamise ja
pollukultuuride madramise tulemused vastavalt kokkulepitud graafikule (nt. juuni
I[Gpus, juuli I6pus ja septembri alguses). Tulemused tehakse kattesaadavaks
veebikaardil, *.SHP failide ning masinloetava APl kaudu. Antud ldhenemise on valinud
nt Taani ja Hollandi pollumajandustoetuste makseagentuurid.

Arendada védlja monitooringuks vajalik infoslisteem makseagentuuri sees.
Teenusepakkujalt ei osteta tulemust vaid arendust66 tundi. Seda teed ndib minevat nt
Poola makseagentuur.

Mdlemal Idhenemisel on oma plussid ja miinused, vt Tabel 1 ja Tabel 2.

Tabel 1. Monitooringule Gleminek teenuste ostmise kaudu, plussid ja miinused.

Teenuste ostmise plussid + Teenuste ostmise miinused -
1. Pakkujal on huvi pakkuda parimaid 1. PRIAI puudub otsene kontroll teenuste
lahendusi. arenduse (le. Saab 6elda, mida on vaja
2. Uuendused jouavad PRIANi jooksvalt. teha, aga mitte nii vaga kuidas seda
3. Pakkuja vahetamine on lihtne. saavutada.
4. Teenuste globaalne konkurents

langetab hinda ja tdstab kvaliteeti.

PRIA saab rohkem tegeleda kiisimusega
»Mida kasulikku saab kaugseirest tulnud
teabega  teha?”, mitte  ,Kuidas
kaugseirega kasulikku teavet katte
saada?”

Tabel 2. Monitooringule Gleminek majasiseste infostisteemide arendamise kaudu, plussid ja miinused.

Infoslisteemi arendus + Infoslisteemi arendus -

1. Esineb teoreetiline vdimalus, et PRIA 1. Pakkujad, kes pakuvad sarnast teenust
saab séltumata valistest osapooltest globaalselt, ei soovi ega saa oma
siisteemi kasutada ja edasi arendada. parimaid lahendusi PRIAle maha miida.

2. Rohkem soltumatust (aga ka rohkem 2. Pakkuja lahenduste uuendused ei joua
kohustusi ise koigi valjakutsetega PRIA kadsutusse jooksvalt.
hakkama saada ning oma infoslisteemid 3. Sisteemi keerukuse tottu on arendaja
kaasajas hoida). vahetamine darmiselt raske.




4. Tehniliste kusimuste lahendamisele
kuluv ressurss tuleb sisu arvelt.

5. Maailmaga sammu pidamine on Kkallis,
sest kbik uued asjad tuleb oma majas
uuesti arendada, ka vanade slisteemide
kdimas hoidmine on arvestatav aja- ja
rahakulu.

Vaadates alternatiivsete lahenduste plusse ja miinuseid veel kdrgemalt, Eesti riigi ja eriti
Majandus- ja Kommunikatsiooniministeeriumi poliitikate ja programmide vaatenurgast ja
eeldades, et teenusepakkujaks on Eesti ettevote on siin veel (iks oluline aspekt. Eesti ettevotte
majandusedu saavutamine ja eksport on oluliselt lihtsamini saavutatavad, kui monitooringu
lahendused ja tootlusahel on (les ehitatud teenusena. Sama teenust teistesse Euroopa
riikidesse (nt. Latti vGi Soome) miita on oluliselt lihtsam, kui hakata igas riigis uut infoslisteemi
vdlja arendama. Eesti IT-ettevotete lisandvaartus téotaja kohta on oluliselt vaiksem kui Soome
IT-ettevotetel, sest Eesti IT-ettevotted miilvad enamasti (riigiasutustele) oma arendust6o
tundi, mitte ei miu Gle maailma kasutatavaid teenuseid.

Pollukultuuride tuvastamise operatiivrakenduse vélja arendamiseks PRIA majasisese
infoslisteemina tuleb:

1. Viia labi detailne anallils ja tarkvara-arenduse kavandamine. Selgitamaks valja kui
suures ulatuses saab kasutada PRIA olemasolevaid infosisteeme, kui palju tuleb
olemasolevaid infosiisteeme uuendada ning kui palju tuleb arendada vadlja uusi
komponente. Plaan korrektselt dokumenteerida. To66mahu hinnang on 240-400 h, 70
€ tunnihinna korral on see 16 800 — 28 000 eurot.

2. Uuendada Sentinel-1 ja -2 tunnuskomplekti aegridade arvutamise to6tlusahelat.
To6mahu hinnang on 960-1440 h, 70 € tunnihinna korral on see 67 200 — 100 800
eurot.

3. Vastavalt RITA projekti raames vidlja tootatud metoodikale arendada valja
tuvastusmudeli tarkvara koos juurdekuuluva driloogikaga. To6mahu hinnang on 1120-
1760 h, 70 € tunnihinna korral on see 78 400 — 123 200 eurot.

4. Tootada vdlja rakenduse kasutajaliides ja uuendada masinliideseid PRIA olemasolevate
infostisteemidega ihendumiseks. T66mahu hinnang on 640-960 h, 70 € tunnihinna
korral on see 44 800 — 67 200 eurot.

5. Saadud lahendust testida, vigu parandada ja siluda. Arvestades SATIKAS infosiisteemi
arendamise kogemust kulub selleks arvatavasti 1-2 aastat, sest kéik erijuhud ja ka ESA
andmete tehniliste tingimuste muudatused ei pruugi kohe avalduda. Téémahu
hinnang on 960-1600 h, 70 € tunnihinna korral on see 67 200 — 112 000 eurot.

Kokkuvottes kuluks jarelikult pollukultuuride tuvastamise operatiivrakenduse PRIA majasisese
infoslisteemina valja arendamiseks 274 400 — 431 200 eurot.



Ostes pdllukultuuride tuvastamise infot hooajap&hise teenusena maksaks see OU KappaZeta
hinnangul 36 000 eurot aastas, millele lisanduks (ihekordne integratsiooni kulu hinnaga 100
000 eurot. Hind teenusena tuleb oluliselt odavam paljuski seetéttu, et on voimalik kasutada
juba olemasolevaid OU KappaZeta satelliitandmete té6tlusahela tarkvarakomponente ja neid
ei tule otsast peale uuesti valja arendada.



Andmed

Projekti kdigus loodud peamine andmekogu on Eesti példude tunnuste aegridade komplekt.
Aegread on 2018 ja 2019 vegetatsiooniperioodist, mGlema aasta puhul enam kui 112 000 pollu
kohta. Aegread sisaldavad Sentinel-1 ja -2 parameetreid, ilmaandmeid (sademesummad,
temperatuurid) ja tdiendavaid ruumiandmeid (mullatilp ja normeeritud asukoha-
koordinaadid). Andmed on esitatud CSV-tabelite ja Postgre SQL andmebaasi-viljavotetena
ning leitavad Tartu Ulikooli Raamatukogu DataDOl siisteemist aadressilt:
http://dx.doi.org/10.23673/re-261

Andmed on avalikud ja mdeldud tasuta kasutamiseks, jagatud Creative Commons 4.0
litsentsiga.

Tapsem info andmete kohta: Mihkel Jarveoja, e-post: mihkel.jarveoja@kappazeta.ee



http://dx.doi.org/10.23673/re-261
mailto:mihkel.jarveoja@kappazeta.ee

* X %
* *
* *

* *
* gk

Euroopa Liit Eesti
Euroopa tuleviku heaks
Regionaalarengu Fond

D4.1 Kirjanduse Ulevaade ja esialgne

pOllukultuuride tuvastusmudeli kirjeldus

Koostasid: OU KappaZeta, Tartu Ulikool ja Eesti Maa(ilikool

Projekt RITA1/02-52 ,Kaugseire andmete kasutuselevott
avalike teenuste valjatootamisel ja arendamisel”

Tartu 2019



Sisukord

1 Pollukultuuride tuvastamine masindppe abil kasutades satelliitmddtmistel pohinevaid
tunnuseid - kirjanduse tlilevaade 8
2 Kirjanduse analiiiisi kokkuvéte 12
3 Viited 13
4 Pollukultuuride tuvastusmudeli kirjeldus 16
4.1 Sissejuhatus 16
4.2 Eristatavad pollukultuurid 16
4.3 Tuvastusmudeli kontseptsioon ja arhitektuur 18
4.4 Lahteandmed ja tunnuskomplekt 19
4.5 Mudeli valjundi kirjeldus 21
4.6 Arendustdo metoodika 21
Lisa 1 - Andmemudeli kirjeldus 23
Lisa 2 - Eesti 1:10000 digitaalse mullakaardi tiipoloogia lildistamine masindpe jaoks 34



1 Pollukultuuride  tuvastamine  masindppe  abil  kasutades
satellitmdotmistel pdhinevaid tunnuseid — kirjanduse Ulevaade

Ghazaryan jt. (2018) leidsid, et Landsat-8 OLI multispektraalsetele andmetele Sentinel-1
mikrolainealas tehtud mddtmiste lisamine parandab pdlluviljade klassifitseerimise tapsust.
Uuring tehti Ukrainas veidi alla 170 pdllul ajavahemikus 2014-2016. P&llukultuurid jagati
klassidesse: taliviljad, taliraps, mais, paevalill, soja, teised. Autorid kasutasid NDVI aegridade
kirjeldamiseks mudelit, kus aegridu lahendati kahe erineva harmoonilise vénkumise abil.
Saadud ldhendite amplituudi ja faasi andmeid kasutati kirjeldavate tunnustena lisaks kolme
kasvuperioodi heleduste keskmistele ja radaripiltide perioodi keskmistele. Mikrolaineala
andmete lisamine andis klassifitseerimise tdpsuses 2-5% lisaks multispektraalsetele
andmetele. Uldine klassifitseerimise tdpsus kiilindis 85-88 protsendini. Kesksuvise perioodi
piltide kasutamisel saadi Uldiselt kevadiste vOi suviste perioodi piltidega vorreldes suurem
tapsus, mida voib ka eeldada.

Roy ja Yan (2018) kasutasid sarnaselt Ghazaryan jt. (2018) t66ga aegridade modelleerimist
harmooniliste vénkumiste mudelite abil. Meetodit testiti USA-s kuuel 5000 x 5000 piksliga (30
m) katsealal. PGllukultuure kirjeldati NDVI aegridadega 2010 aastal, mis saadi Landsat-5 TM ja
Landsat-7 ETM+ atmosfaarikorrektsiooniga piltidelt. Iga piksli aegrea kirjeldamise jaoks
kasutati kas kaht v6i kolme harmoonilise vonkumise komponenti séltuvalt vaatluste (piltide
arvust), mis pidi olema vastavalt vahemalt 15 vai 21. Soltuvalt testalast varieerus klasside (sh
mets, vesi jms) arv viiest neljateistkimneni. Fourier ridade kasutamine vdib olla ks
vOimalustest aegridade andmeid siluda enne klassifitseerimise ja tuvastamise rakendamist.
Eeldades, et p&llukultuuri kirjeldava tunnuse ajaline kdik on Iahendatav erineva sagedusega
harmooniliste vonkumiste kaalutud keskmisena, voib niiviisi saada klassifitseerimisalgoritmi
jaoks paremini silutud aegread vorreldes lineaarse interpoleerimisega. Silumismudeli
parameetrite [ahendamine eeldab samas, et piltidelt arvutatavate tunnuste aegrida on pigem
tihedalt vaatustega sisustatud. Vegetatsiooniperiooni alguses ja I6pus on seetdttu ldahendid
suurema veaga.

Kanjir jt (2018), kasutasid Sloveenias aegridade anallilisi meetodit BFAST Monitor niitude
hooldamise ja polluharimise anomaaliate tuvastamiseks. Uuringu empiiriline andmestik saadi
kolmelt 7 km? suuruselt alalt. Meetod kasutab eeldatavalt korraparaselt muutuvat tunnuse
aegrida ndidisena ja otsib uuel perioodil sellest hdlbeid. Vaatlusiihikuna kasutati poliigonide
keskmisi NDVI vaartuseid, mis saadi Sentinel-2 MSI piltide aegreast. Kuigi uuringu empiiriline
andmestik oli pigem vaike vorreldes teiste siintoodutega, siis selliste pollumaade jalgimiseks,
kus vOib eeldada kirjeldavate tunnuste perioodilist muutumist, tasub BFAST Monitor meetodit
Uhe testina kasutada. Kirjeldavate tunnuste eeldatava aegrea vdib koostada naditeks
varasemate satelliidipiltide ja kiirguslevi mudeli abil.

Conrad jt (2017) kasutasid otsustuspuude metsa (random forest) ja Landsat-5 TM pilte ning
koostasid Fergana orus 377 278 ha poldude kohta 2010., 2011. ja 2012. aasta temaatilised
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kaardid, kus eristati klasse puuvill, nisu jt teraviljad, viljapuuaiad, s66t, riis, teised ja kalatiigid.
Eesmark oli uurida pobldude mitmekesisust soltuvalt reljeefist ja kaugusest
niisutussisteemidest. Selle idee taustal tasub arvatavasti ka Eestis kaaluda mullakaardilt ja
maapinna kérgusmudelilt saadavate piirkondlike tunnuste kaasamist kirjeldavate tunnustena
vOi monede pdllukultuuride kohaliku esinemistéendosuse hinnangute saamiseks.

Cai jt (2018) uurisid stivabppe abil (deep neural networks) maisi ja sojaoa pdldude eristamist
Illinoisi osariigis USA-s kasutades selleks Landsat-5 TM, Landsat-7 ETM+ ja Landsat-8 OLI pilte
ajavahemikust 2000-2015. Kirjeldavateks tunnusteks olid spektraalsed heleduskoefitsiendid
kui ka multispektraalsed indeksid (NDVI, GCVI, EVI ja LSWI). Empiiriline andmestik (USDA's
Cropland Data Layer) oli 13 959 péllu kohta. Kuigi empiirilise andmestiku puhul polnud
tegemist paris kohtvaatlustega vaid satelliidipiltidel pdhineva klassifikatsiooniga, siis selle
tapsuseks hinnatakse siiski lGle 95%. See tdhendab, et kuna kontrollandmestik, millega
stivadppe abil saadud hinnanguid vorreldi, oli tegelikult juba satelliidipiltidel pdhinev hinnang,
siis on tulemuste usalduspiirid arvatavasti laiemad, kui autorid jareldustes vialja toovad.
Uurimisala katsid WRS2 koordinaatslisteemi jargi kaks satelliidipildi kaadrit, millel oli
omavahel Ulekate, aastane piltide arv oli 80-90. Kirjeldavad tunnused keskmistati pdldude
kaupa. Aegread siluti Savitzky—Golay filtriga. Klassifitseerimisalgoritmi rakendati kahe viimase
aasta andmetel ja treenimiseks kasutati varasemaid andmeid. Autorid naitasid, et
kasvuperioodi alguses on nende kahe p&llukultuuri eristamise tapsuseks 70%. 90%-line tapsus
saavutatakse, kui kasvuperioodi algusest on moodunud umbes 75 paeva. Arvestades
kasvuperioodi alguseks Eestis pisivalt lile +5°C dhutemperatuuri saabumise ajana 20. aprilli,
vastaks meil sellele ajale juuni [6pp voi juuli algus.

Bargiel (2017) pakub vélja uue fenoloogiamustrite klassifitseerimise meetodi (phenological
sequence patterns, PSP-classification), mis pohineb kuueastmelisel fenoloogilise skaala
vaartuste klassifitseerimisel naidiste jargi. PSP meetod eeldab kasvuperioodi katvat tihedat
kirjeldavate tunnuste aegrida, mida voimaldavad ainult radarmd6tmised. Iga pollukultuuri
ndidiste jargi arvutatakse sihtpikslitele kuue fenoloogilise seisundi tdendosused. Seejarel
otsitakse labi kuue fenoloogiaseisundi hinnangu kdige suurema tdendosusega pollukultuuri.
Meetod sisaldab iga sihtpiksli Gmbruses kaheksa naaberpiksliga arvestamist peale klassi
kuuluvuse téendosuste arvutamist. Kasutati 99 kahepolaarset (VV & VH) Sentinel-1A llesvotet
ajavahemikust 13. oktoober 2014 kuni 8. oktoober 2016. Rohkem kui kahesajal p&llul tehtud
uuring naitas, et PSP meetodiga on voimalik Gheksa p&llukultuuri (rohumaa, kartul, mais, raps,
suhkrupeet, oder, talioder, rukis, talinisu) eristamisel pikslite kaupa saada séltuvalt kultuurist
(40)70-95 % tapsus. Kaera ja odra dratundmine oli vaiksema tdapsusega ja neid pakuti teisteks
teraviljadeks (rukis, talinisu, talioder).

Griffiths jt (2019) kasutasid Sentinel-2 MSI ja Landsat-8 OLI (hildatud piltide andmebaasi.
Piltide aegrida siluti ja taideti andmeteta augud, et saada tervet Saksamaad kattev 10-pdevase
ja kuuajase intervalliga ning aastaaja (kevad, suvi slgis, talv) kohta iseloomulikud kogu riiki
katvad satelliidipiltide kihid. Aegreas kasutati 2015. aasta kasvuperioodi I16pu ja 2016. aasta
kasvuperioodi pilte, et eelmise aasta piltide abil eristada paremini talivilju.



Klassifitseerimismeetodiks oli otsustuspuude mets. Kirjeldavateks tunnusteks olid
satelliidipiltidelt spektraalsed heledused. Klassifitseerimisskeemis olid jargmised klassid
(rohumaa, taliviliad, mais, taliraps, suviteraviljad, suhkrupeet, kartul, viinapuuaiad,
segametsad, okasmetsad, ehitised ja vaba pinnaga vesi). Ndidiste andmed périnesid 2006.
aastast kolmelt liidumaalt Mecklenburg-Vorpommern (MV), Brandenburg (BB) and ja Bayern
(BY). Iga klassi jaoks kasutati 1500 naidist treeninguks ja 1000 naidist valideerimiseks. Ndidiste
suurus oli pindala jirgi ile Ghe hektari. Uldine klassifitseerimistapsus oli 10-pievaste
komposiitide kasutamisel veidi lle 80%, kuuajaliste ja aastaaja keskmiste komposiitide
kasutamisel tapsus kahanes.

Inglada jt. (2015) uurisid 12 suurel testalal, mis asusid erinevate kasvutingimustega
geograafilistes piirkondades, pollukultuuride kaardi koostamist kasutades SPOT-4 HRV-IR ja
Landsat-8 OLI piltide aegridu. Piksli naabruse info kasutamiseks testiti segmenteerimist, kuid
leiti, et algoritmi parameetrite stabiilsete ldhendite saamine oli keeruline ja eelistati
servaefekti arvestavaid ruumilisi filtreid. Aegridade koostamiseks kasutati kvaliteetsete
vaatluste vahel interpoolimist. Kirjeldavate tunnustena kasutati atmosfaarialuseid
heleduskoefitsiente, NDVI ja NDWI indeksit ja piksli dldist heleduse vaartust
(mitmemd&G6tmelise Eukleidilise kauguse pdhimdttel). Narvivérke ei kasutatud. Parimaks
algoritmiks osutus otsustuspuude mets. Enamikel testaladel, kus pdllukultuurid olid lapiti
selgelt eristatavad ja példudel ei kasvanud puittaimestikku, saavutati Gle 80 %-line tdpsus.

Matton jt. (2015) kasutasid samu testalasid nagu Inglada jt. (2015) ning uurisid vGimalusi
automatiseeritud ja vdheste naidiste arvuga tootava pollukultuuride tuvastamise slisteemi
loomiseks. Kasutati SPOT-4 HRV-IR kanalitele vastavaid spektraalseid heledusi ka Landsat-8
OLI piltidelt. Aegridade silumist ei kasutatud. Testiti kahte t66tlusskeemi, mille aluseks oli: 1)
k-means klasterdamine (100 klastrit) ja saadud klastrite tuvastamine ja 2) pdllukultuuride
teadaolevat pindalalist jaotust arvestav suurima téepdra (maximum likelihood) meetod.
Kirjeldavate tunnustena kasutati multispektraalsetelt satelliidipiltidelt pikslite kaupa ja
pildisegmentide kaupa arvutatud spektraalsete heleduste vaartuseid NDVI indeksi aegrea kuju
kirjeldavatel olulistel hetkedel. Nendeks hetkedeks olid NDVI indeksi vaartuse maksimum,
miinimum, suurim tous, vdikseim tous, mida ei seotud nende ilmnemise ajaga.
Andmetootluseks valiti I6puks valja punase ja NIR kanali heledus NDVI miinimumi hetkel ning
heledus rohelises, punases ja NIR kanalis NDVI maksimumvaartuse hetkel. SWIR kanal ei
osutunud informatiivseks.  Suurima  tGepdara meetod ehk Opetava valimiga
klassifitseerimisskeem osutus paremaks kui ainult k-means klasterdamisel pohinev lahendus.

Valero jt (2016) uuringus, mille eesmargiks oli diinaamilise pdldude maski (boole mask)
koostamine, kasutati samu testalasid, mis Matton jt. (2015) ja Inglada jt. (2015) t66s. Maski
koostamist alustatakse vegetatsiooniperioodi alguses. Maski uuendatakse iga kord, kui tekib
kasutatav Ulesvdte. Vegetatsiooniperioodi 10puks identifitseerib mask need pdllud, kuhu
vahemalt Uks pollukultuur on sel aastal istutatud voi kilvatud. Rohumaad, mitmeaastased
pollukultuurid ja puittaimestikuga alad jaetakse valja. Kirjeldavate tunnustena kasutatakse
NDVI, NDWI ja lldise heleduse aegridu, kusjuures NDWI ja heledus on abitunnused ning
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peamine anallilis tehakse NDVI pdhjal. Tdienevate aegridade kirjeldamiseks kasutatakse
seitsetteist ajaga seotud muutujat, mille hulgas on NDVI suurima ja vahima vadartuse
tuvastatud kuupdevad, suurim tous jne. Eraldi vaadeldakse pikslipdhist klassifitseerimist ning
objektipShist klassifitseerimist, kus po&ldude piirid on mingil viisil teada (naiteks
segmenteerimise pohjal). Klassifitseerimiseks kasutati otsustuspuude metsa. Binaarse maski
tapsuseks kasvuperioodi I6pul saadi lldiselt 90% koikidel testaladel.

Vuolo jt. (2018) uurisid, kui palju annab pdllukultuuride tuvastamise tdpsusele juurde mitme
kuupdeva Sentinel-2 MSI (ilesvotete kasutamine. Uuritavaks perioodiks oli 2016-2017. Eristati
polde, kus kasvasid porgandid, mais, sibulad, kartul, korvits, soja, suhkrupeet, paevalill ja
taliviljad. Pikslite klassifitseerimiseks kasutati otsustuspuude metsa, mille hiiperparameetreid
ei optimeeritud peale selle, et harunemiseks kasutatavate tunnuste arvuks voeti ruutjuur
kirjeldavate tunnuste arvust. Iga jargneva pildi lisandumisel lisandus seega ka uus komplekt
kirjeldavaid tunnuseid, milleks olid Sentinel-2 MSI Ulesvotetelt saadud maapinnaldhedased
spektraalsed peegeldustegurid. Selgus, et (ihe pildi kasutamisel, kui kasvuperiood algas, oli
klassifitseerimise tapsus ca 50%. Klassifitseerimise tdpsus kasvas koos piltide lisandumisega ja
suve keskel juulis saavutati suurim 91-95%-line Uldine tapsus. Augustikuised pildid tapsust
enam ei suurendanud.

Jakimow jt. (2018) vordlesid suurt hulka multispektraalseid vegetatsiooniindekseid (NDVI, EVI,
EVI2, SAVI, niii, GEMI, NDMI, NBR, NBR2, MIRBI, BAIM), muuhulgas tuttmutsiindekseid (TCB,
TCG, TCW) ja lisaks lilesvOtete ajaga seotud tunnused (DTIME-1, DTIME+1, DOY) Brasiilia
karjamaade majandamise seireks. Ajaga seotud tunnusteks oli pdevade arv kahe kasutatava
Ulesvotte vahel vdi pdaeva number aastas. Uurimisalaks oli iiks WRS-2 kaadrite jaotusskeemi
kaardileht (~180x180 km ala). Kirjeldavad tunnused saadi Landsat-8 OLI lilesvOtete seeriatest.
Klassifikatsiooni moodustasid péletatud karjamaa, pinnasetootlusega karjamaa, Ule pdletatud
vOsa, karjamaa, vOsa, infrastruktuur. Tulemused nditasid, et peale tuttmitsiindeksite
komplektis oleva heleduse ei olnud Uhelgi teisel indeksil erilisi eeliseid. Spektraalsel infol
pohinevad tunnused olid olulisemad ajal pShinevatest tunnustest. Viimased varieerusid
rohkem ja seetdttu oli ka nende normeeritud olulisus vdiksem. Kuna uuritavas protsessis oli
tegemist maa-ala Ulepdletamisega, mille tulemusena tekib vaga selgelt eristuv, ndhtavas ja
NIR spektriosas madala ja SWIR spektriosas pigem korge peegeldusteguriga (s6ltuvalt pinna
niiskusest) signatuur, siis on ka arusaadav, miks (ldine heledus oli veidi suurema
informatiivsusega, kui teised kasutatud kirjeldavad tunnused.

Copernicuse Sentineli satelliidipiltide kasutamine Euroopa Liidu pdllumajandustoetuste
jarelevalveks (sh kultuuride maaramiseks) on suure tdhtsusega rakendus. Viimastel aastatel
on teema olulisusest aru saadud ja tehtud mitmeid rakendusuuringuid.

Estrada jt. (2017) rakendasid Sentinel-2 NDVI aegridu, et tuvastada erineva niisutusreziimiga
polde, millele on Hispaanias erinev toetusskeem. Lisaks uuringus rakendatud NDVI indeksile,
soovitasid autorid p&llukultuuride kirjeldamiseks kasutada ka NDWI (i k Normalized Difference
Water Index) ja SAVI (i k Soil Adjusted Vegetation Index) indekseid. SGltuvalt eristatavate
klasside arvust saavutati klassifitseerimise kogutdpsuseks 85-95%.
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Filizzola jt. (2018) uuris Landsat-5 TM ja Landsat-7 ETM+ NDVI ajaliste kaikute pdhjal
pollumajandusmaa kasutusotstarbe klassifitseerimise vdimalusi ja saavutas CORINE 2012
andmekogu (maakattekaardi) suhtes 82% klassifitseerimise kogutdpsuse.

Khalig jt. (2018) vordlesid Sentinel-2 MSI aegridade ja Uksikpiltide p&hist p&llukultuuride
tuvastamist otsustuspuude metsa meetodil. Eristati ainult kuut erinevat pollukultuuride klassi.
Leiti, et aegrea kasutamine suurendab tapsust oluliselt — klassifitseerimise kogutapsus 91% vs
65-83% erinevate Uksikpiltide pdhjal.

Schmedtmann jt. (2015) rakendasid Landsat-7 ETM+ piltide aegrida ja SVM meetodit.
Portugali testalal 12 pollukultuuri klassiga tehtud t66s saavutati ainult 68% klassifitseerimise
kogutapsus, sest paljude kultuuride spektraalsed signatuurid olid vdga sarnased. Pakuti vélja
ldahenemine tdpsuse toOstmiseks soovitus jatta madalama usaldusvaarsusega pollud
treeningvalimist valja.

Sitokonstantinou jt. (2018) katsetas objekti- ehk p&llupdhist kultuuride tuvastamist Sentinel-
2 aegridadel. Vordlevalt rakendati nii SVM kui ka otsustuspuude metsa meetodit Hispaania
testalal, eristati 9 klassi. SVMi abil saadi veidi tdpsemad tulemused kui otsustuspuude
metsaga. Sisendandmete tunnuskomplektist osutusid kdige kasulikumaks Iahisinfrapuna kanal
(8), punase serv (5-7), ltihilaine infrapuna (11 ja 12), NDVI ja PSRI (i k Plant Senescence
Reflectance Index). Ajamomentidest olid tdpsuse lisamisel kdige kasulikumad mai ja juuli
pildid.

Veloso jt. (2017) uurisid nisu, maisi, rapsi, sojaoa ja pdevalille poldude satelliitseire
parameetrite ajalisi kdike Louna-Prantsusmaa testalal. Uuritavateks parameetriteks olid
Sentinel-2 MSI NDVI, Sentinel-1 VH/VV tagasihajumise suhe ja VH ning VV kalibreeritud
tagasihajumised eraldi. Kdikude uurimise jargi puiti leida Uldistusi kultuuride ja nende
erinevate fenoloogiliste faaside ,silma jargi“ eristamiseks.

2 Kirjanduse analtusi kokkuvote

Pollukultuuride tuvastamiseks kasutatakse nii pikslipdhiseid lahendusi kui ka homogeensete
segmentide anallisi. Valdavalt saadakse kirjeldavad tunnused (feature variables)
multispektraalsete piltide aegreast, mikrolaineala andmete lisamine parandab Uldist tapsust
suhteliselt vahe. Samas on valja pakutud ka radarmddtmiste tiheda aegrea eeliseid kasutav
kuueastmelisel fenoloogiaskaalal péhinev meetod, mis andis samuti (isna haid tulemusi, kuid
empiiriline andmestik oli siiski pigem tagasihoidlik (kakssada pdldu). Multispektraalsete
satelliidipiltide pikslite aegrea vaartuseid toddeldakse kas harmooniliste vdnkumiste
kombinatsioone kasutades voi siis mingi ndidistele tugineva klassifitseerimismeetodi abil.
Enamlevinum neist oli otsustuspuude mets, narvivorkude kasutamise kohta suurtele aladel oli
vdhe naditeid. Kirjeldavate tunnustena kasutatakse enamasti NDVI indeksit vdi siis
atmosfadrialuseid heleduskoefitsiente NDVI indeksi aegrea olulise muutusega hetkedel.
Operatiivse kaardistamise Ulesande puhul on selgunud, et kasvuperioodi alguses on
klassifitseerimise tapsus 50%, suurim tapsus (80-95%) saavutatakse suve keskpaigaks ning

12



augustikuised Ulesvotted olulist infot konkreetse aasta puhul juurde ei anna. Eelneva aasta
sugise piltide kasutamine aitab taliviljade tuvastamise tapsust parandada.

Enamus naiteid oli suhteliselt vaikese eristatavate pé&llukultuuride klasside arvuga (reeglina
<10). Mida rohkem eristatavaid klasse, seda madalam oli tavaliselt klassifitseerimise
kogutapsus. Eesti naitel 25 kultuuri eristamise soov ndib pigem ambitsioonikas ning tuleb olla
valmis, et sarnased kultuurid hakkavad omavahel segamini minema ja klasside arvu tuleb
tapsuse tostmise huvides vahendada.

Séltuvalt rakendatud seadetest olid saavutatud tdpsused otsustuspuude metsa, SVMi ja
narvivorkudega suhteliselt sarnased. Narvivorkude valiku kasuks rdagib nende jarjest laiem
levik, arengupotentsiaal ja tugi vabavaralistes tarkvarapakettides (nt Keras/TensorFlow).
Suvadppe narvivorkudel on mitmeid edasiarendusi, mis lubavad tulevikus tapsust veelgi tdsta.
Nt sidumnarvivorgud (i k CNN — Convolutional Neural Networks) suudavad arvestada objektide
suuruse ja kuju, pollusisese muutlikkuse ning Gmbruskonnainfoga, mis on seda kasulikum,
mida heterogeensem ja detailide rohkem on uuritav ala satelliidipiltidel.
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4 Pollukultuuride tuvastusmudeli kirjeldus

4.1 Sissejuhatus

Kdesolev dokument kirjeldab Uldisel tasemel pdllukultuuride tuvastusmudeli, eristatavad
pollukultuurid ja sisendandmed. Tuvastusmudel ja selle pdhjal tulevikus arendatav tarkvara
on vajalik pdéllumajandustoetuste haldamiseks P&llumajanduse Registrite ja Informatsiooni
Ametis (PRIAs) ja Eesti pollumajandusmaa kohta riikliku statistika koostamiseks.
Vaatlusiihikuks on pdllud vastavalt PRIA defineeritud Eesti pSdldude vektorkihile. Iga lksiku
piksli kultuuri madaramine ja pidevate pdllukultuuri kaartide loomine pole kdesoleva projekti
raames vajalik.

Dokument on moeldud eelkdige projektimeeskonnale siseseks kasutamiseks ning on oluliseks
sisendiks jargnevate ldhteandmete ettevalmistus- ja mudeliarendustdéode juures (tulemid
D4.2-D4.8). Detailne tehniline andmemudel on toodud lisas 1.

Vastav uurimis- ja arendustd6 on tehtud ja kdesolev dokument on valminud projekti RITA1/02-
52 ,Kaugseire andmete kasutuselevétt avalike teenuste viljatootamisel ja arendamisel”
raames.

4.2 Eristatavad pdllukultuurid
Esialgne eristatavate pollukultuuride (kultuurigruppide) nimekiri on:
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21. Talinisu

22. Talioder

23. Taliraps ja -rips
24. Talitritikale

25. Tatar

NB! Tegelikult, andmebaasi ldks nii (tahestiku jarjekorras):
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Tapne vastavus PRIA olemasoleva kultuuride nimekirja ja pollukultuuride koodidega on
toodud projekti SharePointi kataloogis failis , kultuuride loend.xIsx".

Kui uurimistoo kaigus selgub, et otstarbekas on eristatavate kultuuride nimekirja muuta (osa
gruppe liita voi vastupidi eristust suurendada detailsemaid gruppe juurde tehes), siis nimekirja
uuendatakse vastavalt. Voib juhtuda ka, et kiilvipinna jargi vdahem levinud kultuuride (nt
peakapsas, porgand, punapeet voi aedmaasikas) ei tule kokku piisavat arvu naidispdlde, mille
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pohjal metoodikat arendada ning seetéttu tuleb eristatavate kultuurigruppide nimekirja
koondada.

4.3 Tuvastusmudeli kontseptsioon ja arhitektuur

Tuvastusmudeliks on stivaGppe mudel (varasemalt tuntud ka kui tehislikud narvivérgud), mis
tootab satelliidipiltidelt arvutatud parameetrite vaartusi kasutades poldude aegridadel.
Sivaodppe mudelid on viimase kiimnendi jooksul kiiresti arenenud ja mitmesuguste sisend-
valjund klassifitseerimisiilesannete juures ennast tdestanud kui Gihed tdpsemad lahendused.
Siivadppe mudeli kasuks raadgib ka asjaolu, et saavutatavad tapsused on seda paremad, mida
suuremad on Opetusandmetes ndidistena kasutatavad andmekomplektid. P&llukultuuride
tuvastamisel on Eestis kasutada igal aastal Gle 100 000 pd&llu andmed.

Kuna ruumi-, aja- ja jarjestusinfo ei ole praeguse ilesande puhul esmatdhtsad, pole vaja
kasutada keerukaid sidum- ja rekursiivseid narvivorke (i k CNN — convolutional neural networks
ja RNN — recurrent neural networks). Vilja pakutud arhitektuur on suhteliselt lihtne ja
koosneb sisendkihist ja n vahekihist, mis on omavahel taielikult Ghendatud (i k fully connected
layers). Viimasel kihil kasutatakse aktivatsioonifunktsioonina softmax-i, mis annab igale
pollule tdendosused kdigi voimalike nimekirjas olevate kultuuride kohta (25) nii, et
téendosuste summa on 100%. Mudeli tapne kihtide ja neuronite arv igal kihil selgub
arendustoo kaigus iteratiivselt. Taielikult thendatud narvivérgu pohimotteskeemi vt Joonis 1.
Joonisel toodud narvivdrgus on sisendkihil kolm neuronit ja kaks vahekihti, kus mélemal on
neli neuronit.

/
-
///
///
,

Valjundkiht

QL

Sisendkiht 1. vahekiht 2. vahekiht

Joonis 1. Narvivrgu pohimd&tteskeem.
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4.4 Lahteandmed ja tunnuskomplekt

Sisendkihi tunnuskomplekt tuletatakse kolmest allikast:

1. Sentinel-1 IW rezZiimi ja Sentinel-2 MSI satelliidipildid iga aasta 1. aprillist kuni 31.
oktoobrini,
muud olemasolevad ruumiandmed,

3. ilmaandmed.

Sentinel-1 parameetritest tuleks kaasata tunnuskomplekti:

e VV-kanali 6-pdeva koherentsus.
e VH-kanali 6-pdeva koherentsus.
e VV-kanali 12-paeva koherentsus
e VH-kanali 12-pdeva koherentsus
e VV-kanali tagasihajumine.

e VH-kanali tagasihajumine.

e VH/VV suhe.

Sentinel-2 MSI parameetritest tuleks kaasata tunnuskomplekti:

e K&ik 10 ja 20 m lahutusega Uiksik-kanalid (B2, B3, B4, B8, B5, B6, B7, B8, B8a, B11 ja
B12).

e Jdargmised vegetatsiooniindeksid: TC_Wetness, TC_Vegetation, TC_Brightness,
Misra_Yellow_Vegetation, PSRI, WRI, NDWI, NDVIre, NDVI.

Vegetatsiooniindeksid arvutatakse jargmiste valemitega:

NDVI=(B8-B4)/(B8+B4) (1)
NDVlIre=(B8-B6)/(B8+B6) (2)
NDWI=(B8-B11)/(B8+B11) (3)
WRI=(B2+B3)/(B8+B11) (4)
PSRI=(B4-B2)/B6 (5)
Misra_Yellow_Vegetation=0.723*B3-0.597*B4+0.206*B6-0.278*B8 (6)

TC_Brightness=0.304*B2+0.279*B3+0.474*B4+0.558*B8+0.508*B11+0.186*B12 (7)

TC_Vegetation=-0.285*B2-0.244*B3-0.544*B4+0.724*B8+0.0840*B11- (8)
0.180*B12

TC_Wetness=0.151*B2+0.197*B3+0.328*B4+0.341*B8-0.711*B11-0.457*B12 (9)

Sentinel-2 MSI aegridade puhul peab arvestama, et olenevalt pilvkattest voib olla példude
I6ikes kasutatavate andmepunktide arv vegetatsiooni perioodi kohta vaga erinev. Seetottu
vOib olla vajalik tdiendavate piirangute kehtestamine aegridade tdielikkusele (nt. vahemalt 10
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andmepunkti vegetatsiooniperioodi kohta ja vahemalt ks pilt igast kuust vahemikus aprillist
augustini), et valtida mudeli dpetamist puudulike sisendandmetega.

$1/S2 param

t(1. apr... 31. oct)

stat (min, max, mean, median, stddev)

Joonis 2. Satelliitseire parameetritest moodustatud tunnuskomplekt 3-m3&&tmelise tensorina.

KokkuvGttes moodustub Sentinel-1 ja -2 parameetritest tunnuskomplekt, mida vdib vaadelda
kolmemoodtmelise tensorina (Joonis 2). Esimeses mddtmes muutub ajateljel andmete kuupdev
1. aprillist 31. oktoobrini, teisel teljel S1 v&i S2 parameeter (nt S1 VV-kanali 6-paeva
koherentsus, S2 NDVI, jne) ning kolmandal teljel antud parameetri p&hjal arvutatud
pollupShise pikslite komplekti statistik (miinimum, maksimum, keskvadartus, mediaan ja
standardhalve).

Olemasolevatest ruumiandmetest tuleks tunnuskomplekti kaasata:

e Mullatllp — pindala alusel suurima osakaaluga pollul esinev mullatttp.
e Normeeritud (0 ja 1 vahel) asukohakoordinaadid geograafiliste isedrasuste
arvestamiseks.

Mullatllp on Eesti mullastiku kaardi jargi tuletatud Gldistatud mullatilp. Kokku eristatakse
pollukultuuride tuvastamisel 23 erinevat mullatilpi. Tdpsemalt on eristatavate mullatidpide
tuletamine Eesti mullastiku kaardist kirjeldatud lisas 2.

llmaandmetest tuleks tunnuskomplekti kaasata:

e P3eva keskmine temperatuur (°C).
e Sademesummad (mm).

Pdeva keskmine temperatuur tuleks esitada rasterandmetena 1 km ruumilise ja 1 pdevase
ajalise lahutusega.
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Sademesummad tuleks esitada rasterandmetena 1 km ruumilise ja 3 h ajalise lahutusega.
Summad voiks olla ajastatud kahes variandis 02:00-05:00 UTC, 05:00-08:00 UTC, jne ning
13:00-16:00 UTC, 16:00-19:00 UTC, jne, sest Sentinel-1 {lelennud Eestist on vastavalt umbes
4:45 UTC ja 16:00 UTC, aga kui seda on vaga tiilikas teha, siis voib ka lihtsalt Ghes faasis kdik
hoida: 00:00-03:00 UTC, 03:00-06:00 UTC, 06:00-09:00 UTC jne.

Aegread peavad olema arvutatud igal aastal alates 1. aprillist kuni 31. oktoobrini. Kdik
tunnuskomplekti andmepunktid tuleb enne mudelile ette andmist arvutada Uhtlaselt 1
pdevase sammuga, kasutades vahevddrtuste arvutamiseks lineaarset interpoleerimist.
Taliviljade tdpsema eristuse huvides vOib kaaluda ka eelmise sligise aegridade lisamist
tunnuskomplekti.

Kdigi Sentinel-1 ja -2 parameetrite puhul tuleb arvutada iga pollugeomeetria kohta jargmised
statistikud: 1) miinimum, 2) maksimum, 3) mediaan, 4) aritmeetiline keskmine, 5)
standardhadlve.

Statistikute arvutamisel tuleb kasutada véimalikult puhast p&llukultuuri pikslite komplekti.
Selleks kasutatakse vastavaid PRIA vektorandmeid, et eristada pollugeomeetriast rohealad
(hekid, puudesalud, kivihunnikud, kraavid jms) ja kaasata arvutustesse ainult pollukultuuri
esindavad pikslid. Vaga soovitav on kasutada ka pdllugeomeetriate sisse poole puhverdamist,
et valtida segupikslite kasutamist statistikute arvutamisel.

Detaile andmemudeli kirjeldus on toodud dokumendi I6pus osas 0.

4.5 Mudeli valjundi kirjeldus

Mudeli valjundiks on softmax-vektor, mis annab iga pdllu kohta tdendosused kdigi nimekirjas
olevate kultuuride kohta. Mudeli valjundi pdhjal arvutatakse veamaatriksid ja muud vigade
diagnoosimiseks ja silumiseks vajalikud arvnditajad ja graafikud.

Mudeli tulemused arvutatakse kolmel korral aastas:

e Juunildpu seisuga.
e Augusti alguse seisuga.
e Hooaja Iopu (oktoobri I0pu) seisuga.

Tapsete ajamomentide kuupdevade valik selgub projekti kdigus — uurime, kuidas analiisi
kaasatud aegridade pikkused tulemuste usaldusvaarsust moéjutavad. Léhtume pShimottest -
nii vara kui véimalik, aga siiski piisavalt hilja, et tulemuste usaldusvaarsus oleks kdrge. Viimane
sdna kuupdevade valikul on uuringu tellijal, s.o. PRIAI.

4.6 Arendustod metoodika

Arendust66 metoodika on iteratiivne. Peale igat mudeli sobitamist analiilsitakse vigu ja
koostatakse nimekiri tdiustusideedest jargmise iteratsiooni jaoks.
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Opetusandmetena kasutatakse PRIA taotluste andmeid, kus on mérgitud iga pdllu kohta, mis
kultuur seal kasvama peaks. PRIA andmetel on enamasti taotlusel margitud kultuur dige ja
vigu on alla 5%. Jarelikult on nad kasutatavad mudeli Gpetusandmetena parast
tunnuskomplekti eksete analisi — ndidised, mille tunnuskomplekt erineb klassi keskmisest
vaga palju (nt. 1,5 standardhdlbe vorra) on tdendoliselt teine kultuur ja seda
Opetusandmetena ei kasutata.

Tdiendavate Opetus- ja testandmetena kasutatakse ka PRIA inspektorite, RITA projekti
vadlitédde ja droonimddtmiste andmeid. 2018 aastast oli PRIA inspektorite andmeid rohkel kui
4000 pollu kohta, kus on valitoddega toestatult teada, mis kultuur igal pdllul kasvas. Kuidas
kombineeritakse eksetest puhastatud taotluste, PRIA inspektorite, RITA valitoode ja
droonimd6tmiste andmeid pole veel praeguseks maaratud ja see otsustatakse t60 kaigus
peale pohjalikku andmetega tutvumist.

Jargides slivadppe vidlja kujunenud praktikaid jagatakse Opetusandmed treening-,
valideerimis-, ja testkoguks. Treeningkogu jargi toimub mudeli sobitamine, valideerimiskogu
jargi oige mudeli parameetrite komplekti valimine ja isoleeritud testkogu jargi tdpsuse
hindamine. Kuna andmekogu on suur (>100 000 pdldu), siis valideerimis- ja testkogu
osakaalud ei pea olema vdga suured. Soovitav on jagada Opetusandmed treening-,
valideerimis-, ja testkoguks 90%/5%/5% osades.
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Lisa 1 - Andmemudeli kirjeldus

Andmemudelis on kolm skeemat:

e public — hallatakse tabeleid, millel ei ole raster tilpi veerge;

e precipitation — hallatakse sajusummade rastertabeleid;

e temperature — hallatakse temperatuurisummade rastertabeleid.

Vaadetest ja tabelite omavahelistest seostest annab llevaate Joonis 3. Vaateid kasutatakse

selleks, et hoida salvestusruumi optimaalsena, lihtsustada andmete kasutust ja vahendada

valiste liideste soltuvust tabelites tehtavatest andmemudeli muudatustest.

» temperature product

temperature_record

» s2_product

s2 ts record

sl ts record

soil record

.

sl product

result

precipitation_record

»| precipitation_product

precipitation_recordv

temperature_recordv

sl ts recordv

s2 ts recordv parcelv

resultv

Joonis 3. Public skeema tabelite omavahelised seosed ja vaadete nimetused. v-Idpulised nimetused

tahistavad andmebaasi vaateid. Noole ots tahistab seda tabelit, millest valisvdti parineb.

Vaadete ja tabelite veergude informatsioon koos seoste lilevaatega on illustreeritud jargmisel

joonisel:
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s2_ts_recordv l parcelv_narrow |

l s:l_ts_recordv‘ | parcelv_wide |

| resultv_narrow| | geometry_columns

result

id

parcel_id

s1_product_id
estimation_1_aedmaasikas

estimation_4_liblikoielised_yle_80
estimation_5_kanep
estimation_6_kartul
‘estimation_7_poldhernes

| geography_columns |

spatial_ref_sys

srid INTEGER

auth_name CHARACTER VARYING(256)
auth_srid INTEGER

srtext CHARACTER VARYING(2048)
projdtext CHARACTER VARYING(2048)

1_8_polduba
estimation_9_muu_kaunvili
estimation_10_mais
estimation_11_astelpaju

estimation_13_mustkesa
estimation_14_peakapsas
‘estimation_15_porgand
estimation_16_punapeet
estimation_17_suviraps_ryps
‘estimation_18_suvinisu_speltanisu
estimation_19_suvioder
estimation_20_kaer
estimation_21_tatar
estimation_22_taliraps_ryps
estimation_23_rukis
‘estimation_24_talinisu
estimation_25_talioder
estimation_26_talitritikale
estimation_27_muu_teravili
estimation_28_muu
estimation_101_aedmaasikas

estimation_2_heintaimed_korrelised
estimation_3_liblikcieliste_segud_alla_80

estimation_12_marjapoosad_viljapuud

_102_|

1_103_|
‘estimation_104_kanep

‘estimation_105_kartul

precipitation_product

1_106_|
estimation_107_mais

id SERIAL

start_date TIMESTAMP(6) WITH TIME ZONE
stop_date TIMESTAMP(6) WITH TIME ZONE
filename  TEXT

created_at TIMESTAMP(6) WITH TIME ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE

SERIAL
INTEGER
INTEGER
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL

‘estimation_109_mustkesa
estimation_110_peakapsas
‘estimation_111_ryhvelkultuurid
estimation_112_suviraps_ryps
estimation_113_suviteraviljad

precipitation_record_precipitation, 4:duct_ d_fkey

estimation_114_taliraps_ryps
‘estimation_115_taliteraviljad
‘estimation_116_muu

pr _record

created_at

id
parcel_id

precipitation_product_id INTEGER
precipitation_sum_mean REAL

SERIAL

INTEGER F
F

updated_at

1_108_marjapoosad_viljapuud_

REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL

TIMESTAMP(6) WITH TIME ZONE
TIMESTAMP(6) WITH TIME ZONE

s1_product
id SERIAL
start_date TIMESTAMP(6) WITH TIME ZONE
stop_date TIMESTAMP(6) WITH TIME ZONE
filename TEXT

relative_orbit_number INTEGER

created_at
updated_at

TIMESTAMP(6) WITH TIME ZONE
TIMESTAMP(6) WITH TIME ZONE

result_s1_product_id_fkey

s1_ts_record_s1_product_id_fkey

precipitation_record_parcel_id_fkey

crop
id SMALLSERIAL

code TEXT

name TEXT

type TEXT

created_at TIMESTAMP(6) WITH TIME ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE

created_at TIMESTAMP(6) WITH TIME ZONE result_parcel_id_fkey
updated_at TIMESTAMP(6) WITH TIME ZONE
parcel
parcel_crop id SERIAL
id SERIAL f_id TEXT
parcel_id INTEGER FJ x_norm_lec DOUBLE PRECISION
crop_id SMALLINT AT y_norm_lec DOUBLE PRECISION
created_at TIMESTAMP(6) WITH TIME ZONE parcel_crop_parcel_i datasource  TEXT
updated_at TIMESTAMP(6) WITH TIME ZONE created_at  TIMESTAMP(6) WITH TIME ZONE
clusteranalyses_verifiedBOOLEAN updated_at TIMESTAMP(6) WITH TIME ZONE
geometry_valid BOOLEAN
parcel_crop_crop_id_fkey geom geometry

|le— S -
s1_ts_record_parcel_id_fkey

soil_record_parcel_id_fkey

s1_ts_record
id SERIAL
parcel_id INTEGER ¥
s1_product_id INTEGER FJ
cohvh_mean  REAL
cohvv_mean  REAL
sOvh_mean  REAL
sOvv_mean REAL
vhvv_mean REAL
cohvh_median REAL
cohvv_median REAL
sOvh_median  REAL
sOvv_median  REAL
vhvv_median  REAL
cohvh_min REAL
cohvv_min REAL
sOvh_min REAL
sOwv_min REAL
vhvv_min REAL
cohvh_max REAL
cohvv_max REAL
s0vh_max REAL
sOvv_max REAL
vhvv_max REAL
cohvh_stdv REAL
cohvv_stdv REAL
sOvh_stdv REAL
s0vv_stdv REAL
vhvv_stdv REAL
created_at TIMESTAMP(6) WITH TIME ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE

temperature_record_parcel_id_fkey

soil_record
id SERIAL
parcel_id  INTEGER 2 temperature_record
soil_type TEXT id SERIAL
soil_type2  TEXT parcel_id INTEGER ]
silCtypes TEXT temperature_product_id INTEGER »
soil_typed  TEXT temperature_mean REAL
created_at TIMESTAMP(6) WITH TIME ZONE et S AR} FYLITA T ME [ ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE T TIMESTAMP(S) WITH TIME ZONE

temperature_record_temperature_product_|

temperature_product

id SERIAL

stop_date TIMESTAMP(6) WITH TIME ZONE
filename  TEXT

created_at TIMESTAMP(6) WITH TIME ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE

s2_ts_record_parcel_id_fkey

s2_product
id SERIAL
start_date TIMESTAMP(6) WITH TIME ZONE
stop_date TIMESTAMP(6) WITH TIME ZONE
filename TEXT
relative_orbit_numberINTEGER
created_at TIMESTAMP(6) WITH TIME ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE

s2_ts_record_s2_product_id_fkey

s2_ts_record

id

parcel_id
s2_product_id
b2_mean

b3_mean

b4_mean

b5_mean

b6_mean

b7_mean

b8_mean

b8a_mean
b11_mean
b12_mean
ndvi_mean
ndwi_mean
ndvire_mean
tc_wetness_mean
tc_vegetation_mean
tc_brightness_mean

SERIAL
INTEGER Fd
INTEGER A
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL

misra_yellow_vegetation_mean REAL

psri_mean
wri_mean

b2_median
b3_median
b4_median
b5_median
b6_median
b7_median
b8_median
b8a_median
b11_median
b12_median
ndvi_median
ndwi_median
ndvire_median
tc_wetness_median
‘tc_vegetation_median
tc_brightness_median

REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL
REAL

misra_yellow_vegetation_mediarREAL

psri_median REAL
wri_median REAL
b2_min REAL
b3_min REAL
b4_min REAL
b5_min REAL
b6_min REAL
b7_min REAL
b8_min REAL
b8a_min REAL
b1l1_min REAL
b12_min REAL
ndvi_min REAL
ndwi_min REAL
ndvire_min REAL
tc_wetness_min REAL
tc_vegetation_min REAL
tc_brightness_min REAL
misra_yellow_vegetation_min  REAL
psri_min REAL
wri_min REAL
b2_max REAL
b3_max REAL
b4_max REAL
bS_max REAL
b6_max REAL
b7_max REAL
b8_max REAL
b8a_max REAL
b11_max REAL
b12_max REAL
ndvi_max REAL
ndwi_max REAL
ndvire_max REAL
tc_wetness_max REAL
tc_vegetation_max REAL
tc_brightness_max REAL
misra_yellow_vegetation_max REAL
psri_max REAL
wri_max REAL
b2_stdv REAL
b3_stdv REAL
b4_stdv REAL
bS_stdv REAL
b6_stdv REAL
b7_stdv REAL
b8_stdv REAL
b8a_stdv REAL
bl1_stdv REAL
b12_stdv REAL
ndvi_stdv REAL
ndwi_stdv REAL
ndvire_stdv REAL
tc_wetness_stdv REAL
tc_vegetation_stdv REAL
tc_brightness_stdv REAL
misra_yellow_vegetation_stdv REAL
psri_stdv REAL
wri_stdv REAL
created_at TIMESTAMP(6) WITH TIME ZONE
updated_at TIMESTAMP(6) WITH TIME ZONE
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Jargnevas tabelis on toodud tabelite ja nende veergude selgitused

Tabeli/veeru nimi

parcel

created_at
f id

geom

geometry valid

id
updated_at

precipitation_product

created_at
filename

id
start_date
stop_date
updated_at

precipitation_record

created_at
id
parcel_id

precipitation_product_id
precipitation_sum_mean
updated_at

result

created_at
estimation_aedmaasikas

estimation_astelpaju

Selgitus

P6ldude ruumiandmed, mille kohta pdllukultuuride
hinnanguid antakse.

Loomise aeg
Vilise siisteemi identifikaator.

Pollu MULTIPOLOYGON tidpi ruumikuju EPSG:3301
koordinaatsisteemis.

Ruumikuju sobilikkust kajastav veerg. Vaartus on false kui
ruumikuju ei ole sobilik hinnangu andmiseks.

Identifikaator.
Muutmise aeg

Sademesummade produktide nimistu, mille alusel on
aegridu arvutatud.

Loomise aeg.

Sademesummade produkti failinimi.
Identifikaator.

Sademesummade arvestamise algusaeg.
Sademesummade arvestamise |6puaeg.
Muutmise aeg.

P6ldude sademesummade statistilised naitajad.
Loomise aeg.

Identifikaator.

Viide pollu id-le tabelis parcel.

Viide sademesummade produkti tabeli ID-le.
Sademesummade rastri keskmine vaartus pollu kohta.
Muutmise aeg.

P&llukultuuride hinnangute tulemused

Loomise aeg

Aedmaasika esinemise tdenadosuse hinnang.

Astelpaju esinemise tdendosuse hinnang.
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estimation_heintaimed_korrelised

estimation_heintaimed_libilikoielis
ed

estimation_kaer
estimation_kanep
estimation_kartul
estimation_mais
estimation_mustkesa
estimation_peakapsas
estimation_poldhernes
estimation_polduba
estimation_porgand
estimation_punapeet
estimation_rukis
estimation_sooti_jaetud_maa
estimation_suvinisu_ja_speltanisu
estimation_suvioder
estimation_suviraps_ja_rups
estimation_suvitritikale
estimation_talinisu
estimation_talioder
estimation_taliraps_ja_rups
estimation_talitritikale
estimation_tatar

id

parcel_id

sl _product_id

updated_at

sl _product

created_at

filename

Heintaimed, kdrrelised esinemise tGendosuse hinnang.

Heintaimed, liblikdielised esinemise tdendosuse hinnang.

Kaer esinemise tdendosuse hinnang.

Kanep esinemise tdendosuse hinnang.

Kartul esinemise tdendosuse hinnang.

Mais esinemise téendosuse hinnang.

Mustkesa esinemise tdendosuse hinnang.
Peakapsas esinemise tdendosuse hinnang.
PSldhernes esinemise tdenadosuse hinnang.
PSlduba esinemise téendosuse hinnang.
Porgand esinemise tdendosuse hinnang.
Punapeet esinemise tdendosuse hinnang.

Rukis esinemise tdenaosuse hinnang.

S66ti jaetud maa esinemise tdendosuse hinnang.
Suvinisu ja speltanisu esinemise tdendosuse hinnang.
Suvioder esinemise tdendosuse hinnang.
Suviraps ja -riips esinemise téendosuse hinnang.
Suvitritikale esinemise tdendosuse hinnang.
Talinisu esinemise tdendosuse hinnang.

Talioder esinemise téendosuse hinnang.

Taliraps ja -rlips esinemise tdendosuse hinnang.
Talitritikale esinemise tdendosuse hinnang.
Tatar esinemise téendosuse hinnang.
Identifikaator

Pollu identifikaator parcel tabelis.

Sentinel-1 produkti identifikaator s1_product tabelis.
Muutmise aeg

Sentinel-1 produktide nimistu, mille alusel on aegridu
arvutatud.

Loomise aeg.

Sentinel-1 produkti nimi.
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id

relative_orbit_number

start_date
stop_date
updated_at

sl ts_record

cohvh_max
cohvh_mean
cohvh_median
cohvh_min
cohvh_stdv
cohvv_max
cohvv_mean
cohvv_median
cohvv_min
cohvv_stdv
created_at

id

parcel_id
sOvh_max
sOvh_mean
sOvh_median
sOvh_min
sOvh_stdv
sOvv_max
sOvv_mean
sOvv_median
sOvv_min
sOvv_stdv

sl product_id

updated_at

Identifikaator.

Satelliidi tlelennu orbiidi suhteline number.
Satelliidipildi algusaeg.

Satelliidipildi I6puaeg.

Muutmise aeg.

PSldude Sentinel-1 koherentsuse ja sigma0 statistilised
nditajad.

P&llu koherentsrastri VH kanali maksimum vaartus.
Koherentsrastri keskmine vaartus pollu kohta VH kanalis.
P&llu koherentsrastri VH kanali mediaan vaartus.

P&llu koherentsrastri VH kanali miinimum vaartus.
P&llu koherentsrastri VH kanali standardhalbe vaartus.
P&llu koherentsrastri VV kanali maksimum vaartus.
Koherentsrastri keskmine vaartus pollu kohta VV kanalis.
P&llu koherentsrastri VV kanali mediaan vaartus.

P&llu koherentsrastri VV kanali miinimum vaartus.
P&llu koherentsrastri VV kanali standardhalbe vaartus.
Loomise aeg.

Identifikaator.

Viide pdllu id-le tabelis parcel.

Pollu sigma0 rastri VH kanali maksimum vaartus.
SigmaO rastri VH kanali keskmine vaartus pdllu kohta.
Pollu sigma0 rastri VH kanali mediaan vaartus.

P&llu sigma0 rastri VH kanali miinimum vaartus.

P&llu sigma0 rastri VH kanali standardhalbe vaartus.
Pollu sigma0 rastri VV kanali maksimum vaartus.
SigmaO rastri VV kanali keskmine vaartus pollu kohta.
Pollu sigma0 rastri VV kanali mediaan vaartus.

P&llu sigma0 rastri VV kanali miinimum vaartus.

Pollu sigma0 rastri VV kanali standardhalbe vaartus.
Viide Sentinel-1 produkti tabeli ID-le.

Muutmise aeg.
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vhvv_max

vhvv_mean

vhww_median

vhw_min

vhvv_stdv

s2_product

created_at
filename

id

relative_orbit_number

start_date
stop_date
updated_at

s2_ts_record

b1l max

b1l mean

b1l median

b1l min

b1l stdv

b12_max

b12 mean

b12 median

P6llu sigma0 rastri VH ja VV kanalite suhte (VH/VV)
maksimum vaartus.

Sigmao rastri VH ja VV kanalite suhte (VH/VV) keskmine
vaartus pdllu kohta.

P&llu sigma0 rastri VH ja VV kanalite suhte (VH/VV) mediaan
vaartus.

P&llu sigma0 rastri VH ja VV kanalite suhte (VH/VV)
miinimum vaartus.

P6llu sigma0 rastri VH ja VV kanalite suhte (VH/VV)
standardhadlbe vaartus.

Sentinel-2 produktide nimistu, mille alusel on aegridu
arvutatud.

Loomise aeg.

Sentinel-2 produkti nimi.

Identifikaator.

Satelliidi Glelennu orbiidi suhteline number.
Satelliidipildi algusaeg.

Satelliidipildi Idpuaeg.

Muutmise aeg.

Pdldude Sentinel-2 kanalite ning indeksite statistilised
naitajad.

Satelliidi pildist arvutatud pdllu b11 kanali maksimum
vaartus.

Satelliidi pildist arvutatud p&llu keskmine b11 kanali
vaartus.

Satelliidi pildist arvutatud pd&llu b11 kanali mediaan vaartus.

Satelliidi pildist arvutatud pdllu b11 kanali miinimum
vaartus.

Satelliidi pildist arvutatud pd&llu b11 kanali standardhélbe
vaartus.

Satelliidi pildist arvutatud p&llu b12 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pollu keskmine b12 kanali
vaartus.

Satelliidi pildist arvutatud pdllu b12 kanali mediaan vaartus.
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b12_min

b12_stdv

b2 max

b2 mean
b2_median
b2_min

b2 stdv

b3 max

b3_mean
b3 _median
b3_min

b3 stdv

b4 _max

b4 _mean
b4 _median
b4_min

b4 stdv

b5_max

b5_mean
b5_median
b5 min

b5 _stdv

b6_max

b6 _mean

Satelliidi pildist arvutatud pd&llu b12 kanali miinimum
vaartus.

Satelliidi pildist arvutatud pd&llu b12 kanali standardhélbe
vaartus.

Satelliidi pildist arvutatud p&llu b2 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b2 kanali vaartus.
Satelliidi pildist arvutatud pd&llu b2 kanali mediaan vaartus.
Satelliidi pildist arvutatud pd&llu b2 kanali miinimum vaartus.

Satelliidi pildist arvutatud pdllu b2 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud pd&llu b3 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b3 kanali vaartus.
Satelliidi pildist arvutatud pd&llu b3 kanali mediaan vaartus.
Satelliidi pildist arvutatud pd&llu b3 kanali miinimum vaartus.

Satelliidi pildist arvutatud pdllu b3 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud pd&llu b4 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b4 kanali vaartus.
Satelliidi pildist arvutatud pd&llu b4 kanali mediaan vaartus.
Satelliidi pildist arvutatud pd&llu b4 kanali miinimum vaartus.

Satelliidi pildist arvutatud pdllu b4 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud pd&llu b5 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b5 kanali vaartus.
Satelliidi pildist arvutatud pd&llu b5 kanali mediaan vaartus.
Satelliidi pildist arvutatud pdllu b5 kanali miinimum vaartus.

Satelliidi pildist arvutatud pd&llu b5 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud pd&llu b6 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b6 kanali vaartus.
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b6_median
b6 _min

b6_stdv

b7 max

b7 mean
b7_median
b7 min

b7 stdv

b8 max

b8 mean
b8 median
b8 min

b8 stdv

b8a_max

b8a_mean

b8a_median

b8a_min

b8a_stdv

created_at
id

misra_yellow_vegetation_max

misra_yellow_vegetation_mean

misra_yellow_vegetation_median

Satelliidi pildist arvutatud pd&llu b6 kanali mediaan vaartus.
Satelliidi pildist arvutatud pdllu b6 kanali miinimum vaartus.

Satelliidi pildist arvutatud pd&llu b6 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud pdllu b7 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b7 kanali vaartus.
Satelliidi pildist arvutatud pd&llu b7 kanali mediaan vaartus.
Satelliidi pildist arvutatud pdllu b7 kanali miinimum vaartus.

Satelliidi pildist arvutatud pdllu b7 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud p&llu b8 kanali maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine b8 kanali vaartus.
Satelliidi pildist arvutatud pd&llu b8 kanali mediaan vaartus.
Satelliidi pildist arvutatud pd&llu b8 kanali miinimum vaartus.

Satelliidi pildist arvutatud pdllu b8 kanali standardhalbe
vaartus.

Satelliidi pildist arvutatud pollu b8a kanali maksimum
vaartus.

Satelliidi pildist arvutatud pd&llu keskmine b8a kanali
vaartus.

Satelliidi pildist arvutatud pd&llu b8a kanali mediaan vaartus.

Satelliidi pildist arvutatud pdllu b8a kanali miinimum
vaartus.

Satelliidi pildist arvutatud pd&llu b8a kanali standardhélbe
vaartus.

Loomise aeg.
Identifikaator.

Satelliidi pildist arvutatud pollu MISRA yellow vegetation
maksimum vaartus.

Satelliidi pildist arvutatud pollu keskmine MISRA yellow
vegetation vaartus.

Satelliidi pildist arvutatud p&llu MISRA yellow vegetation
mediaan vaartus.
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misra_yellow_vegetation_min

misra_yellow_vegetation_stdv

ndvi_max
ndvi_mean
ndvi_median
ndvi_min

ndvi_stdv

ndvire_max
ndvire_mean
ndvire_median
ndvire_min

ndvire_stdv

ndwi_max
ndwi_mean
ndwi_median
ndwi_min

ndwi_stdv

parcel_id
psri_max
psri_mean
psri_median
psri_min
psri_stdv
s2_product_id

tc_brightness_max

tc_brightness_mean

Satelliidi pildist arvutatud p&llu MISRA yellow vegetation
miinimum vaartus.

Satelliidi pildist arvutatud p&llu MISRA yellow vegetation
standardhalbe vaartus.

Satelliidi pildist arvutatud pollu NDVI maksimum vaartus.
Satelliidi pildist arvutatud p&llu keskmine NDVI vaartus.
Satelliidi pildist arvutatud pdllu NDVI mediaan vaartus.
Satelliidi pildist arvutatud p&llu NDVI miinimum vaartus.

Satelliidi pildist arvutatud pollu NDVI standardhalbe
vaartus.

Satelliidi pildist arvutatud pdllu NDVIRE maksimum vaartus.
Satelliidi pildist arvutatud pdllu keskmine NDVIRE vaartus.
Satelliidi pildist arvutatud p&llu NDVIRE mediaan vaartus.
Satelliidi pildist arvutatud p&llu NDVIRE miinimum vaartus.

Satelliidi pildist arvutatud p&llu NDVIRE standardhélbe
vaartus.

Satelliidi pildist arvutatud pollu NDWI maksimum vaartus.
Satelliidi pildist arvutatud p&llu keskmine NDWI vaartus.
Satelliidi pildist arvutatud pollu NDWI mediaan vaartus.
Satelliidi pildist arvutatud p&llu NDWI miinimum vaartus.

Satelliidi pildist arvutatud pdllu NDWI standardhélbe
vaartus.

Viide pdllu id-le tabelis parcel.

Satelliidi pildist arvutatud pdllu PSRI maksimum vaartus.
Satelliidi pildist arvutatud pd&llu keskmine PSRI vaartus.
Satelliidi pildist arvutatud p&llu PSRI mediaan vaartus.
Satelliidi pildist arvutatud pdllu PSRI miinimum vaartus.
Satelliidi pildist arvutatud pd&llu PSRI standardhalbe vaartus.
Viide Sentinel-2 produkti tabeli ID-le.

Satelliidi pildist arvutatud pd&llu TC brightness maksimum
vaartus.

Satelliidi pildist arvutatud pdllu keskmine TC brightness
vaartus.
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tc_brightness_median

tc_brightness_min

tc_brightness_stdv

tc_vegetation_max

tc_vegetation_mean

tc_vegetation_median

tc_vegetation_min

tc_vegetation_stdv

tc_wetness_max

tc_wetness_mean

tc_wetness_median

tc_wetness_min

tc_wetness_stdv

updated_at
wri_max
wri_mean
wri_median
wri_min
wri_stdv
soil_record
created_at

id

Satelliidi pildist arvutatud pd&llu TC brightness mediaan
vaartus.

Satelliidi pildist arvutatud pd&llu TC brightness miinimum
vaartus.

Satelliidi pildist arvutatud pdllu TC brightness standardhalbe
vaartus.

Satelliidi pildist arvutatud pdollu TC vegetation maksimum
vaartus.

Satelliidi pildist arvutatud pd&llu keskmine TC vegetation
vaartus.

Satelliidi pildist arvutatud pdllu TC vegetation mediaan
vaartus.

Satelliidi pildist arvutatud pdllu TC vegetation miinimum
vaartus.

Satelliidi pildist arvutatud pdllu TC vegetation
standardhalbe vaartus.

Satelliidi pildist arvutatud p&llu TC wetness maksimum
vaartus.

Satelliidi pildist arvutatud p&llu keskmine TC wetness
vaartus.

Satelliidi pildist arvutatud pollu TC wetness mediaan
vaartus.

Satelliidi pildist arvutatud pollu TC wetness miinimum
vaartus.

Satelliidi pildist arvutatud pollu TC wetness standardhalbe
vaartus.

Muutmise aeg.

Satelliidi pildist arvutatud pdllu WRI maksimum vaartus.
Satelliidi pildist arvutatud p&llu keskmine WRI vaartus.
Satelliidi pildist arvutatud pollu WRI mediaan vaartus.
Satelliidi pildist arvutatud pdllu WRI miinimum vaartus.
Satelliidi pildist arvutatud p&llu WRI standard halbevaartus.
P&ldude mullastiku andmeid sisaldav tabel.

Loomise aeg.

Identifikaator.
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parcel_id
soil_type
updated_at

temperature_product

created_at
filename

id
stop_date
updated_at

temperature_record

created_at
id
parcel_id

temperature_mean

temperature_product_id

updated_at

Viide pdllu id-le tabelis parcel.
Pindala alusel suurima osakaaluga pollul esinev mullatidp.
Muutmise aeg.

Paevakeskmiste temperatuuride produktide nimistu, mille
alusel on aegridu arvutatud.

Loomise aeg.

Paevakeskmise temperatuuri produkti failinimi.
Identifikaator.

Paevakeskmise temperatuuri arvestamise [6puaeg.
Muutmise aeg.

P6ldude paevakeskmiste temperatuuride statistilised
nditajad.

Loomise aeg.
Identifikaator.
Viide pdllu id-le tabelis parcel.

Paevakeskmise temperatuuri rastri keskmine vaartus pollu
kohta.

Viide paevakeskmise temperatuuri produkti tabeli ID-le.

Muutmise aeg.
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Lisa 2 - Eesti 1:10000 digitaalse mullakaardi tupoloogia UGldistamine
masindppe jaoks

Mullakaardi andmestik on alla laetav Eesti Maa-ameti kodulehelt:
https://geoportaal.maaamet.ee/est/Andmed-ja-kaardid/Mullastiku-kaart-p33.html

Mullakaardi andmestikku saab siduda erinevate klassifikatsioonieeskirjadega labi mullasifri ja
rihmitada vottes aluseks nende paiknemise muldade ordineeritud maatriksil (Joonis 4), kus
on litoloogiline-geneetiline telg ning Uldistatud niiskuse telg (Kolli jt 2004). Selle maatriksi
votsid aluseks muldade riihmitamisel Lang jt (2018) puistute liigilise koosseisu hindamise
uuringus, kus nii mullakaarti ja multispektraalseid satelliidipilte kasutati ndidistel pdhinevas
masinéppeprotseduuris.

BN ORGANIC CARBON POOLS IN ESTONIAN FOREST SOILS I * KOLU ET AL [

Auto- lSﬂm-hyﬂro—I Hydro-
maorphic soils
ol e <
= | _ = &
Figure 2. Correlation of Estonian postlithogenic mineral soils ~ POST- s |23 g [324]8 2
s I 2 c = Ce > [+ o
with WRB. LITHOGENIC s 25| ¢ |85 |Lz|ug| 5
= T b= ce =% 2 =
Soil codes: Kh - Rendzic Leptosols (Limestone rendzinas); Khg MINERAL SOILS 8 el jee|Se] o] T
- Endoglevic Leptosols (Gleyed limestone rendzinas), Kr - o1 2 3 4 5 e
Caleari-Skeletic Regosols (Pebble-rich rendzinas); K - Calear- o
ic Cambisols (Pebble rcndzinas?; Kg - Endogleyi-Calcaric Cam- ﬁﬂzg,‘cﬁ‘éﬁuc Kh Khg| Gh | Gh,
bisols (Gleyed Pcbblc rcndzu?as); Ko - .-hfoﬁi"c‘ (.:{H?ib{.s‘(h‘&‘ CAMBISOLS, b x| & Kg | Gk | Gk, M
(Leached or typical brown soils); Kog - Gleyvic Cambisols calcaric, endoskeletic | , | .
(Gleyed typical brown soils); K1 - Cutanic Luvisels (Eluviated CAMBISOLS, mollic Kip K, K9 G“q_” G,,
(brown) soils); Klg - Glevie Luvisols (Gleyed eluvial soils); LP LUVISOLS, ok Kp| K Kg G ;
- Glossic Albeluvisols (Pseudopodzolic soils); LPg - Stagnic cutanic a g . . .
Albeluvisols (Gleyed pseudopodzolic soils); Lk - Haplic Albe-  [AL8ELUVISOLS. Lp |Lpg PG &
luvisols (Sod-podzolic soils): Lkg - Glevic Albeluvisols (Gleyed  [A[BELUVISOLS ] ko | Lk Lkg s
sod-podzolic soils); L(k) - Humic Podzols (Humuous Podzols); haplic, arenic 4 LkG
Lik)g - (Ht{rf-mmn'c.- Podzols (Gleyed humuous Podzols); L - ﬁgglzcoﬁmc Lik) Lik)g (G
Haplic Podzols (Typical Podzols); Lg - Gleyic Podzols (Gleyed PODZOLS, th s io | LG 'R
Podzols); Gh - Epigleyic Leptosols (Limestone gley-rendzinas); haplic, densic 9

Gk - Calcari-Skeletic Gleysols (Pebble gley-rendzinas); Go -

Mollic Gleyvsols (Leached gley-soils); Glo) - Calcic Glevsols

(Saturated gley-soils); GI - Dystric Gleysols (Eluviated gley-soils); LPG - Glossic Gleysols (Pseudopodzolic gley-soils);
LkG - Umbric Gleysols (Sod-podzolic gley-soils); LG - Epigleyic Podzols (Gley-Podzols); Ghl - Saprihistic Leptosols (Lime-
stone peaty gley-rendzinas); Gkl - Calcari-Histic Regosols (Pebble peaty gley-rendzinas); Gol - Saprihistic Glevsols (Sat-
urated peaty gley-soils); GI1 - Dystri-Histic Gleysols (Unsaturated peaty gley-soils); LGl - Fibrihistic Podzols (Peaty
Podzols); M - Sapric Histosols (Lowland mire soils); 8§ - Dystric Histosols (Transitional mire soils); R - Fibric Histosols
(Raised bog soils).

Remarks: 1) In brackets are given Estonian soil names in direct translation; 2) the last column belongs to organic soils,
which properties are close to histic soils.

Meanings of additional letters in codes: p - aridic - drought timid; g - endoglevic - gleyed; 1 - histic - peaty.

Joonis 4. Muldade maatrikstabel véetuna K&lli jt (2004) artiklist.

Muldi litoloogilis-geneetilise/niiskuse maatriksi abil liigitades jagati mullad 23 erineva koodiga
klassi: 0, 10, 11, 13, 14, 16, 21, 31, 37, 42, 43, 44, 45, 48, 51, 53,57, 61, 63, 64, 73, 77 ja 109.
Tapne vastavus saadud mullaklassi (mullatiiiibi) ja esialgse Sifri vahel on toodud jagatud
SharePointi kaustas failis ,,Mudeli_definitsioon/Mullakaardi_kasutamine/SIF1_LOEND.DBF“.
Teatmikufailis SIF1_LOEND.DBF on jargmised valjad:

e Sifl - véljas sif1 mullakaardi andmebaasis olev margijada,

e Arv-vastava margijadaga kirjete arv,

o Siffer - eeldatav mullasiffer,

e Klass_mtrx - muldade ordinatsioonimaatriksi jargi omistatud Gldine klass,
e Llitgen_yja veerez_x mulla koordinaadid maatriksil.
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Faili margistik on 1250 (Eastern European Windows). Mulla eeldatava Sifri ja mulla
koordinaatide vaartustes voib kohati olla ebatapsusi, kuid Uldiselt selgus pistelisel kontrollil
hea kooskdla mullakaardi andmebaasi algse tlitibikoodiga. Vajadusel on kasutajal lihtne viia
sisse parandusi tostes klasse kokku nende mullatilpide osas, kus praegune eristus ei oma
tahtsust klassifitseeritava tunnuse (pollukultuur) jaoks, vGi siis lisades kohtadesse, kus
muldade alamtilibid m&jutavalt selgelt p&llukultuuri valikut.

Viited

Kolli, R., Asi, E., Késter, T. 2004. Organic Carbon Pools in Estonian Forest Soils. Baltic Forestry,
10 (1): 19-26.

Lang, M., Kaha, M., Laarmann, D., Sims, A. 2018. Construction of tree species composition

map of Estonia using multispectral satellite images, soil map and a random forest
algorithm. — Forestry Studies | Metsanduslikud Uurimused 68, 5-24.
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1. Sissejuhatus

Kdikide PRIA pdldude kohta on taotlusel margitud, mis seal kasvama peaks. Enamasti on see
Oige, aga PRIA hinnangul vGib seal olla kuni 5% vigu. Selleks, et poldude andmekogu saaks
kasutada mudeli arenduseks, on vaja naidiste seast voimalikult palju vigadega kirjeid (ekseid)
eemaldada.

Uldiselt on pdllukultuurid iile vilja homogeensed ehk pikslite vadirtused konkreetses
spektraalkanalis vdi radarmdotmiste pdhjal arvutatud tunnuse korral pdllu piires oluliselt ei
varieeru. Eeldatavalt vdiks olla kaugseiretunnuste aegridade p&hjal véimalik rihmitada pdlde
nii, et samasse riithma satuvad mingi kindla kultuuriga pollud. Teisalt ei ole aegread siledad
mootemaaramatuse, vaatesuuna, valgustatuse muutuva geomeetria ja pilvemaski vigade
tottu. Samuti on paljude pdllukultuuride signatuurid ja nende muutus ajas omavahel
sarnased, suuremaid erinevusi vdib leida hoopis sama kultuuriga erinevate pdldude vahel.
Siiski on aegridade klasterdamine hea vdimalus otsida suurest andmestikust vdimalikke
erindeid.

Andmete klasterdamiseks leiab erinevaid meetodeid. Kadesolevas to6s kasutati
andmeanaliusiks R-keskkonnas paketti kml (Genolini jt, 2015), mille loomisel on ldhtutud just
aegridade erisustest. Paketis sisalduvad ka graafilised t66vahendid andmestikust esmase
Ulevaate saamiseks.

Klasterdamise metoodika ja téotlusahela pani kokku Mait Lang (Tartu Ulikool). Klastritest
eksete leidmise téoriistad ja pdhim&tted Mihkel Jarveoja (KappaZeta OU).

2. Andmestik ja selle ettevalmistamine

Andmestik koosnes tabelitest parcelv_narrow.csv (ja parcelv_wide), s1_ts recordv.csv,
s2_ts_recordv.csv, milles olid p&llukultuuride andmed, Sentinel-1 SAR aegread ning Sentinel-
2 MSI aegread. Tabelite omavaheliseks sidumiseks oli vali parcel_id. Péllukultuurid olid antud
nii numbrilise ID-koodiga kui ka sOnalise seletusega. Edasiseks t66ks kasutati numbrilist ID-
tahist (crop_id).

Mainitud .csv failid eksporditi andmebaasist jargmiste kaskuga:

\COPY (SELECT parcel id, parcel f id, crop id, crop code, crop name, x norm loc,

y norm_loc FROM parcelv narrow) TO '.../parcelv narrow.csv' DELIMITER ',' CSV
HEADER;

\COPY (SELECT * FROM sl ts recordv) TO '.../sl ts recordv.csv' DELIMITER ',' CSV
HEADER;

\COPY (SELECT * FROM s2 ts recordv) TO '.../s2 ts recordv.csv' DELIMITER ',' CSV
HEADER;

Poldude tabelist parcelv voeti véljad parcel_id, crop_id, x_norm_loc, y_norm_loc, millest
viimased kaks on pdllu suhtelised koordinaadid. Sentinel-2 MSI andmete tabelist vGeti valjad
parcel_id, s2_product _id, s2_product_start_date, b2_mean, b4_mean, b8 mean, b11_mean
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ja ndvi_mean. Sentinel-1 SAR tabelist voeti valjad parcel_id, sl1_product_id,
s1_product_stop_date, cohvv_mean, vhvv_mean.

Eesti ala rihmitati suhteliste koordinaatide (x_norm_loc, y_norm_loc) jargi esmalt 25 osaks,
millest ruutude Ghendamise jarel pdldude arvu Ghtlustamiseks jdid alles kohati laiendatud d2,
cl, e4, c3, d3, b1, a5, d4, b3, b5, c4, b4, a4, c5, e3, e5 (Joonis 5).

el |e2 [e3 |ed |e5

dl [d2 |d3 [(d4 d5

cl |c2 |e3 |c4 |c5

bl b2 b3 |b4 |bS

al |a2 |a3 |a4 |a5

Joonis 5. Eesti ala rihmitamine suhteliste koordinaatide jargi ja ruutude Ghendamise jarel alles jaanud
ruudud (sinised).

Ettevalmistuse viimaseks osaks oli aegridade silumine ja tditmine nii, et peamise kultuuri
kasvuperioodi iga pdeva kohta oleks olemas iga tunnuse lugem igal pdllul. Klasterdamise
protseduurile saab dokumentatsiooni kohaselt anda ette puuduvate vaartuste leidmise
meetodi. Siiski eelistati klasterdamise t66 ajal aegridade tditmise asemel nende eelnevat
pdhiandmetabelis silumist, sest katsetamise kdigus tulnuks muidu iga kord kulutada aega
andmeridade silumisele. Kasvuperioodiks voeti paevade vahemik 120—-250 (30. aprill — 7.
september), mis teeb kokku 131 pdeva. Kaugseiremootmiste kuupdevad teisendati pdeva
numbriks aastas. Aegridade taitmiseks kasutati kml paketist protseduuri imputation nii, et rea
keskel puuduvad véaartused interpooliti lineaarselt, aga otstes puuduvate asemele kasutati
|lahimat vaartust. See on ka protseduuri vaikimisi seadistus. Aegridade silumine oli Usna
ressursindudlik protseduur.

Poldude ja kaugseireandmete aegridade kokkuliitmisel tekkis tabel pollud, kus iga rida oli (iks
pold.

Radartunnuste aegridade silumiseks kasutati kerneli (R-i funktsioon filter) abil keskmistamist
kaaludega  (0.025, 0.04,0.085,0.2,0.3,0.2,0.085,0.04,0.025). Kaalude jaotus leiti
eksperimenteerides nii, et sdilitada vdimalikult palju andmeridade omapdra, aga samas
kdrvaldada lokaalset mira.

Kaesolevas to0s ei leitud head lahendust Sentinel-2 MSI andmeridade silumiseks (joonis 6) ja
silumist ei rakendatud. Sentinel-2 MSI aegridades vGib horedates osades liksik vaatlus olla nii
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info (nditeks niitmine voi viljakoristus) voi siis hoopis pilvemaski viga. Joonistel (6 ja 7) toodud
ndited on Usna tuupilised Sentinel-2 MSI aegread, millest paistab nii p&llukultuuri tldine
kasvukaik kui ka lokaalne variatsioon. Spektri ldhiinfrapunases kanalis (MSI-8) on sama
pollukultuuri heleduste kdigud pigem sarnased, aga punases (MSI-4) ning keskmises
infrapunases (MSI-11) esineb olulisi erinevusi. Praktilise rakenduse poolt vaadates vGiks olla
tegemist signaaliga, mille alusel saame tuvastada ekseid. Spektraalsete heleduste
kasvukaikude tolgendamisel tuleb siiski arvestada, et seda mojutavad: mulla spektraalne
heledus (sGltub oluliselt pealispinna niiskusest), roheliste taimelehtede katvus, taimeosade
optilised omadused ja paiknemine ruumis, Oite ja viljade hulk ning vaatesuuna- ja
valgustatuse geomeetria. Sama liiki po&llukultuuri puhul vdib olla kasutatud erinevaid
agrotehnikaid.
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b4_mean

002 004 005 008 010 012 014 016
b4_mean

001 005 008 010 012 OM
010

005 008 010 012 OM 016 OF

004 005 008 010 012 01

040

bB_mean
b8_mean
BB_mean
bB_mean
020 025 030 035 040 045
b8_mean
030 035

020 025 030 035 040

02 025

015 020 025 030 035 040

015

035

030 085

LE

o

02 o025

b11_mean
b11_mean
b11_mean
b11_mean

020

010 015 020 025 030 035

015
015

PNA PHA PNA PNA PHA PhA

Joonis 6. M&ned naited aegridadest. Joonisel on kaks kartulip&ldu, kaks suviodra pdldu ja kaks taliodra pdldu.
Jameda joonega on toodud interpoolitud aegrida, teised jooned naitavad vdimalusi aegrea juhuslike vongete
silumiseks.
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Joonis 7. Talinisu p&ldude spektraalsete aegridade naiteid. Jdmeda joonega on toodud interpoolitud aegrida,
teised jooned nditavad vdimalusi aegrea juhuslike vongete silumiseks.

3. Klasterdamine

PSldude klasterdamist tehti eelnevalt rakendatud ruumitihikute (ruutude ja nende Gihendite)
piires. Nii on vGimalik arvestada lokaalseid erinevusi fenoloogias. Kuigi iga p&llu kohta on
arvutatud vaga rikkalik Sentinel-1 ja -2 parameetrite tunnuskomplekt, siis suur osa tunnustes
sisalduvast infost siiski kattub ja téendoliselt on véimalik hGlmata véaga suur osa (>95%) kogu
pollukultuuride eristamiseks vajalikust infost valides oskuslikult ainult osa tunnuskomplektist.
Sel viisil vdheneb oluliselt aeg ja arvutusvdoimsus, mida klasterdamine nduab. Antud juhul
kasutati klasterdamiseks korraga nelja tunnust: Sentinel-2 MSl kanal 11 (b11_mean), Sentinel-
2 MSI andmetest arvutatud NDVI indeks (ndvi_mean), Sentinel-1 SAR andmetest arvutatud
polarisatsioonide suhe (vhvv_mean) ja koherents (cohvv_mean).

Klastrite arvu valimine on kogu protseduuri kdige subjektiivsem osa. Intuitiivselt vdiks olla
eelistatud podllukultuuride arvuga sama klastrite arv (detailne klassifikatsioon (narrow): 28,
jame klassifikatioon (wide): 16), kuid sisendtunnustes olev mira ning erinevate
pollukultuuride tihti pigem sarnased signatuurid annavad alust klastrite arvu kahandada. See
vOimaldab tootlusprotseduuri kiirendada ja samas ikkagi védlja tuua need objektid, mis oma
tunnuste poolest eeldatavasse gruppi ei satu. Moningase eksperimenteerimise jarel valiti
klastrite arvuks 10. Klasterdamiseks kasutati protseduuri cld() vaikimisi seadetega, klastrite
arvuks maarati 10. Cld() kasutab klastrite tsentrite leidmiseks k-means algoritmi erinevaid
modifikatsioone, vaikimisi on meetod kmeans++ (Genolini jt, 2015). Klastrite eristamise
eesmargiks on minimeerida klastrite sisemist varieeruvust ja maksimeerida klastrite vahelist
erinevust. Objektide maaramisel klastritesse kasutatakse vaikimisi eukleidilist kaugust. Kuna
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k-means sisaldab juhuslikku komponenti klastrite algseisu leidmisel, siis salvestatakse iga
tellitud klastrite arvu kohta 20 erinevat klasterdamise tulemust. Klasterdamise tulemused
jarjestatakse indeksite jargi, mis nditavad klastrite sisemise ja klastrite vahelise variatsiooni
suhet.

Klasterdamise tulemusena kirjutati iga ruudu kohta samanimelisse kausta iga tunnuse jaoks:
1) pdllu kuuluvus klastrisse (* _klastrid-kultuurid.loend);

2) klastrite tunnusvektorite keskvaartuste tabel (*.klastrikeskmine);

3) pollukultuuride ja neile omistatud klastrite kokkuvote (*_klastrid-kultuurid.risttabel) ja

4) joonised klastrite tunnusvektoritest (Joonis 8).
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Joonis 8. Klastrite signatuurid ruudus d2 olevatele pdldudele. Klastri tunnusvektoritesse kandub edasi
pdldude aegridade andmetes olev muira. Aegridade silumine on aidanud radartunnuste signatuurid
muuta palju selgemaks.

4. Klasterdamise prototuUptarkvara kirjeldus

Lisaks  klasterdamise = metoodikale  koostati  prototilptarkvara  pdllukultuuride

tunnusvektorite aegridade klasterdamiseks R-keskkonnas paketi kml3d (Genolini jt, 2015)
abil.
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4.1 Eeldused

Arvutisse on paigaldatud R ning paketid km/ ja kmi3d. Graafilist liidest pole vaja, kdiki
toiminguid ja etappe saab kaivitada Linuxi terminalist.

R> install.packages ("kml")
R> install.packages ("kml3d")

4.2 Klasterdamise etapid

Klasterdamise protseduur koosneb jargmistest etappidest.

e 001.import.R abil loetakse CSV-failidest sisse pdldude tabel ning kaugseireandmed.
R> source ('001l.import.R")

e 002.lisa.ryhmitusruut.R lisab pdldude tabelisse geograafilise asukoha jargi rihmitava

tunnuse ruut_id.
R> source ('002.1lisa.ryhmitusruut.R")

o 003.ettevalmistus.klasterdamiseks.R tdstab kaugseireandmed klasterdamise
protseduuri jaoks sobivalt pdldude tabelisse ning silub selle kaigus ka

radariandmetest arvutatud tunnuste miira. Kdige ajakulukam etapp.
R> source('003.ettevalmistus.klasterdamiseks.R"'")

e 009.eralda_ruudud.R tGstab példude andmestiku geograafiliste Gksuste kaupa eraldi

tooruumidesse, et klasterdamise t66d saaks kaivitada roobiti.
R> source('009.eralda ruudud.R'")

e 010.yhe_tunnuse_jargi.ruut.R teeb lihe tunnuse jargi klasterdamise ning kirjutab
vélja tulemused. Skriptina terminalilt kdivitades tuleb anda kaasa to6deldava ruudu
tahis, mille jargi laaditakse tooruum. Seda kasutati ettevalmistavas katses.

e 011.mitme_tunnuse_jargi.ruut.R teeb mitme tunnuse jargi klasterdamise ning
kirjutab valja tulemused. Skriptina terminalilt kdivitades tuleb anda kaasa t6odeldava
ruudu tahis, mille jargi laaditakse t66ruum. Saab paralleelselt kdivitada .sh

skriptidega eri ruutude peal.
bash klasterdamine osal.sh
bash klasterdamine osaZ2.sh

Tulemused kirjutatakse geograafilise riihmitamistunnuse (ruut_id) kaupa kaustadesse.

5. Eksete leidmine klasterdatud andmetest

Geograafiliste ruutude kaupa klasterdatud andmestikust eksete leidmiseks tehti Pythoni
lGhiprogramm ja tootati vdlja eksete leidmise metoodika, mille eesmargiks on iga
kultuurigrupi piires eemaldada kdige vdiksemahulisemad klastrid (ja nendesse klastridesse
maaratud pollud), mis moodustavad kokku kuni 10% kogu selle kultuurigrupi poldudest.
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Viaikeste klastrite eemaldamise eelduseks on oletus, et enamus taotlustel margitud
pollukultuure on siiski diged ja suurematesse klastritesse kuuluvad pdllud ei ole eksed.

Jargnevalt kirjeldatud samme korratakse tsiiklina iga ruudu ja selle kohta kdiva *_klastrid-
kultuurid.loend faili puhul:

1. Luuakse risttabel p&llukultuuridest ja neile omistatud klastritest. Risttabel on
Ulesehituselt nagu klasterdamise korvalproduktina tekkiv * klastrid-
kultuurid.risttabel (vt Joonis 9).

klastrid

1 2 3 4 5 6 7 8 9 10

1 e 2 1 6 6 6 2 6 1 1
2988 865 770 5437 1 71 20 6 22|sum_crop

3 128 134 265 4 221 3 103 20 3 14

4 32 74 40 3 47 3 69 9 17 25

5 ® 6 © ©6 0 6 5 0 0 0

6 e 6 © © 0 o 6 2 1 0

7 © 0 0 41 2 15 5 9 26 0

8 e 06 6 2 0 11 10 28 3 1

9 1 06 6 3 3 0 2 2 0 0

1 © © © © 1 © 31 1 0 0

1 © 5 6 6 2 06 0 06 0 0

T 12 1 3 1 6 2 6 ©6 8 6 0

513 5 4 6 1 3 1 8 1 25 1

3217 1 e @ 1 1 35127 3 @

S5 18 © 2 2169 1163 24 74 36 8

X 19 1 4 3393 4146 27 27 125 18

20 2 2 5118 11 164 63 72 37 3

2. 8 1 2 1 1 © 8 5 @8 0

22 9 28 © 4 0 O 1 1 @8 21

22 5 6 4 2 0 6 1 8 3 7

24 1 2 6 7 0 4 0 1 42157

25 06 06 0 0 0 0 0 o 3 8

26 1 1 1 © 0 0 0 o 1 1

27 0 0 © 1 0 1 e 3 0 o

26 0 33 4 0 1 O 3 8 2 0

Joonis 9. Kultuuride ja klastrite risttabel Ghe ruudu kohta. Punase kasti sees on illustreeritud
kultuurigrupi pdldude summa definitsioon. Arvud risttabelis naitavad pdldude arvu.

2. kultuurigruppide ja klastrite risttabelist leitakse rea- ehk kultuurigrupi poldude
summa (sum_crop) (vt Joonis 9);

3. leitakse arvuline piirvaartus, mida voib igast kultuurigrupist eemaldada ehk ekseks
madrata. Antud juhul 10%, ehk limit = 0.1*sum_crop. Kui see piirvdartus on alla 1
pollu, siis ei saa Uhtegi klastrit ega seal olevaid pdlde ekseteks maarata;

4. antud kultuurigrupi klastrid sorteeritakse kasvavalt ja hakatakse neid alates
vdikseimast eksete hulka lisama, seni kuni maaratud limiiti pole Uletatud. Klastrite
numbrid, mis mahuvad limiidi sisse, kogutakse kokku, leitakse nendesse kuuluvate
poldude id-d ja maaratakse ekseteks.

5. Ekseks maaratud pdllud kirjutatakse .csv faili, kust need loetakse RITA andmebaasi
tabelisse parcel crop veergu clusteranalyses_verified = FALSE.
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Sissejuhatus

Uurimis- ja arendust66 on tehtud ja kdesolev aruanne on valminud projekti RITA1/02-52
,Kaugseire andmete kasutuselevott avalike teenuste véaljatotamisel ja arendamisel” raames.

Projekti eesmargiks oli huvigruppide kokkuleppel valitud valdkondades |abi viia kaugseire
andmete kasutamisvGimaluste anallilis ja uute, avaliku sektori asutuste t66d tohusamaks
muutvate rakenduste ning andmehalduse prototilpide valjatéotamine ning nende
kasutamise testimine pilootaladel.W

Uheks valdkonnaks oli pdllmajandusmaade kasutuse seire P&llumajanduse Registrite ja
Informatsiooni Ameti (PRIA) ning Maaeluministeeriumi vastutusalas (to6pakett nr 4, ,Maa“).
Selle toopaketi uuringute ja arendustod kitsamaks eesmargiks oli Eesti oludesse sobiva
kaugseire-pohise pollukultuuride tuvastamise metoodika valja to6tamine.

Toopaketi 4 (,Maa“) raames on varem valminud jargmised tulemid, mida selles aruandes
enam pdohjalikult ei kasitleta:

a) teemakohase teaduskirjanduse llevaade (tulem D4.1),

b) andmemudeli kirjeldus (tulem D4.1),

c) Eesti mullakaardi tiipoloogia tldistamine masinGppe jaoks (tulem D4.1),

d) toorandmestik (tulemid D4.2 ja D4.3)

e) metoodika kirjelduse varasemad iteratsioonid (tulemid D4.4, D4.5, D4.6)

f) avalik prototiiliptarkvara testandmestikul hinnangute andmiseks, mis on alla laetav
aadressilt: https://bitbucket.org/kappazeta/rita-evaluator/src/master/ (tulemid D4.7
ja D4.10)

Kaesolev aruanne koos lisadega kasitleb jargmisi teemasid:

i) 2019.-2020. loodud pdllukultuuride tuvastusmudeli arhitektuuri,
i) sisendiks kasutatud 2018. a ja 2019. a suve satelliidipiltide ja Eesti pdldude pealt
arvutatud andmekomplekti,

iii) kultuurigruppide klassifikatsiooni,

iv) sisendandmetest eksete eemaldamise metoodikat,

V) mudelite tulemuste vordlemise ja tapsuse hindamise metoodikat,

vi) andmetele tehtud eeltddtlust viimaks andmed masindppe mudeli jaoks sobivale
kujule,

vii) mudelite tulemusi ja tdpsushinnanguid,

viii)  tunnuste olulisuse hinnangut

ix) ja valideerimiseks Ilabiviidud katsetust alternatiivse masindppe meetodiga
(otsustuspuudemets).

Mudeli vigade anallitsi jarel antakse kokkuvottes soovitusi mudeli edasi arendamiseks ja
tapsuse tostmiseks.
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Dokument on moeldud avalikuks kasutamiseks, et soodustada edasist arendustood
pollukultuuride automaatsel tuvastamisel ja anda suuniseid voimaliku operatiivsiisteemi
loomiseks.

2. Lahteandmete ja tuvastusmudeli kirjeldus

2.1 Andmemudeli kirjeldus

Pohjalikum andmemudeli kirjeldus on toodud tulemis D4.1. Kuna uurimust66 jooksul on see
monevorra muutunud, siis toome siin uuesti valja andmebaasi 16pliku struktuuri.

Molema aasta andmed on hoiustatud erinevates, ent identse struktuuriga PostgreSQL
andmebaasides. Andmebaasitabelite ja vaadete omavahelistest seostest annab Ulevaate
Joonis 10.

I temperature_record |—>| temperature_product ‘

J‘ precipitation_record }—4-| precipitation_product ‘

s2_ts record
s1_ts_record }—-| s1_product
soil_record

1 et}
parcel_crop %4 crop |

‘ precipitation_recordv ‘ ‘ temperature_recordv ‘ ‘ soil_recordv |

sl _ts_recordv ‘ parcelv_narrow | ‘ resultv_narrow ‘
s2_ts_recordv parcelv_wide resultv_wide

Joonis 10. Public skeema tabelite omavahelised seosed ja vaadete nimetused. Halli taustaga kastid

tdhistavad andmebaasi vaateid. Noole ots tahistab seda tabelit, millest valisvoti parineb.

Vorreldes esialgse struktuuriga, lisasime tabeli ,crop”, mis sisaldab erinevate
klassifikatsioonide klasse ning tabeli , parcel_crop”, mis seob klasside info konkreetsete
poldudega. Selline tdiendus oli vajalik, et vdéimaldada kahe erineva klassifikatsiooni
samaaegset kasutust ja loob voimaluse kasutada isegi rohkem kui kahte klassifikatsiooni,
jattes Ulejaanud andmebaasi struktuuri muutmata.

Eri klassifikatsioonide kasutuselevotu tottu tuli luua ka uusi andmebaasivaateid (,,* _narrow”,
» ¥ _wide”), et lihtustada andmete péarimist andmetootluse jargmistes etappides.

Tabelis ,parcel” loodi uus veerg ,,datasource”, mis kirjeldab antud pdllu sildi kvaliteeti:
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e 'y’:vastab PRIA vilikontrolli andmetele

e ’'g’: geomeetria muudetud PRIA viélikontrolli alusel

e ’n’: PRIA valikontrolli pole tehtud

e ‘e’ ekse, ehk kultuur varieerub pollu piires PRIA valikontrolli andmetel liiga palju

Klasteranallisil leitud eksed (vt pt 3.2) on andmebaasi margistatud tabelis ,parcel_crop®, kus
veerg clusteranalyses_verified=False. Mudeli sobitamisel kasutasime ainult pdlde, mis polnud
madratud ekseteks.

2.2 Lahteandmete kirjeldus

Tensori loomisel kaasatakse valiidsete pdldude (piisavalt suured pdllud, mille kohta on
piisavalt ,puhtaid“ Sentinel-1 SAR (S1) ja Sentinel-2 MSI (S2) piksleid peale poldude
ruumikujude sisse poole puhverdamist) kdigi S1 ja S2 parameetrite pikslikomplektide
ruumiliste mediaanide aegread, temperatuuri aegread, igale pollule vastav domineeriv
mullatiip, példude normeeritud koordinaadid ja sademesummade aegread.

Eeltdotlusse kaasati jargnev tunnuskomplekt:

1) S1 VV-kanali 6-pdeva koherentsus.
2) S1 VH-kanali 6-paeva koherentsus.
3) S1 VV-kanali tagasihajumine.

4) S1 VH-kanali tagasihajumine.

5) S1 VH/VV tagasihajumise suhe.

6) S2 sinine kanal (B2).

7) S2 roheline kanal (B3)

8) S2 punane kanal (B4)

9) S2 lahisinfrapuna kanal (B5)

10) S2 lahisinfrapuna kanal (B6)

11) S2 lahisinfrapuna kanal (B7)

12) S2 lahisinfrapuna kanal (B8)

13) S2 lahisinfrapuna kanal (B8a)

14) S2 lthilainelise infrapuna kanal (B11)
15) S2 luhilainelise infrapuna kanal (B12)
16) S2 NDVI indeks

17) S2 NDWI indeks

18) S2 NDVire indeks

19) S2 TC_Wetness indeks

20) S2 TC_Vegetation indeks

21) S2 TC_Birghtness indeks

22) S2 Misra_Yellow_Vegetation indeks
23) S2 PSRl indeks

24) S2 WRI indeks
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25) Mullatiip

26) Sentinel-1 satelliidi Glelennule eelneva 3 tunni sademesumma (mm)
27) Sentinel-1 satelliidi Glelennule eelneva 24 tunni sademesumma (mm)
28) Paevakeskmine temperatuur (°C)

29) Pollu normeeritud asukoha koordinaadid

Vastav paring andmekomplekti valikuks oli:

include_columns = {

's1_ts": ['cohvh_median', 'cohvv_median', 'vhvv_median', 'sOvh_median’, 'sOvv_median'],
's2_ts": ['b2_median’, 'b3_median', 'b4_median’, 'b5_median’, 'b6_median’, 'b7_median’,
'b8_median', 'b8a_median’, 'b11_median', 'b12_median’, 'ndvi_median', 'ndwi_median’,
'ndvire_median’, 'tc_wetness_median', 'tc_vegetation_median', 'tc_brightness_median’,
'misra_yellow_vegetation_median', 'psri_median', 'wri_median'],

'soil": ['soil_type'],

'precipitation': [],

'temperature': ['temperature_mean'],

'parcel': ['x_norm_loc', 'y_norm_loc']

}

Andmekomplektid koostati kahe aasta kohta: 2018 ja 2019. Kuna nende andmekomplektide
tunnused ja parameetrid on identsed, siis jargnevalt kirjeldatakse neid kui Gihte ja kuupdevade
puhul kasutatakse Uldistavat terminit ,,aasta” .

Koik aegrea tlilipi parameetrid on interpoleeritud 1-pdevase sammuga vahemikku 2018-04-
01...2018-09-01 ja 2019-04-01...2019-09-01. Kokku on aegreale tensoris reserveeritud 215
pdeva (aasta-04-01...aasta-10-31), ent reaalselt on siiski kasutuses aasta-04-01...aasta-09-01
kuupdevadega piiratud vahemik ja Glejadanud pdevad tdidetakse tiihjade vaartustega. Aegread
piirati 1. septembriga mitmel pdhjusel:

1. kui antud metoodikat kasutada operatiivsiisteemis naiteks taotluste kontrollimisel,
siis hilisem ajaperiood pole enam eriti oluline,

2. enamus kultuure on selleks ajaks koristatud ning iseloomulikud signatuurid olemas,
mistdttu pole motet jargnevate kuud andmetega mudeli mahtu ja arvutusvéimsuse
vajadust kasvatada,

Temperatuuri vaartused on skaleeritud vahemikku 0—1, mis vastab tegelikule temperatuuride
vahemikule: -20...+35 °C.

Sademesummade vaartused on skaleeritud vahemikku 0—1, mis vastab 3 h summade puhul
tegelikule vahemikule 0—45 mm ja 24 h summade puhul vahemikule 0—=135 mm.

Tingituna satelliidipiltide kaadripiiride tGlekatvusest on S1 ja S2 parameetrite aegridade ajaline
tihedus ebatihtlane. Sisendandmete eeltdotluse kdigus eemaldati Glekattealadelt tdiendavad
aegreapunktid, et saada geograafilisest asukohast s6ltumatu Ghtlane S1 ja S2 aegridade

ajaline tihedus.
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Vilja jaeti ka pollud, mille Sentinel-1 vGi Sentinel-2 aegreapunkte oli aasta peale vahem kui
10. Aastal 2018 oli selliseid pdlde kokku 239, 2019. aastal 92.

2.3 Kultuurigruppide klassifikatsioon

Kasutasime kahte erinevat klassifikatsiooni, mis lepiti arenduse kaigus PRIA-ga kokku: tldine
(wide) ja detailne (narrow). Uldine jaotus koosneb 16-st kultuurigrupist ja detailsem 28-st
(Joonis 11).

kood | nimi | tddp
______ A
1 | Aedmaasikas | narrow
2 | Heintaimed, kérrelised | narrow
3 | Liblikdieliste segud (alla 80%) | narrow
4 | Liblikdielised (lle 88%) | narrow
5 | Kanep | narrow
6 | Kartul | narrow
7 | Példhernes | narrow
8 | Polduba | narrow
9 | Muu kaunvili | narrow
kood | nimi | tagp 10 | Mais | narrow
—————— R R L PR 11 | Astelpaju | narrow
101 | Aedmaasikas | wide 12 | Marjapddsad ja viljapuud | narrow
102 | Heintaimed, kdérrelised | wide 13 | Mustkesa | narrow
103 | Heintaimed, liblikdielised | wide %g I Eeakapaas I narrow
104 | Kanep | wide organ narrow
105 | Kartul | wide 16 | Puna_lpeet . ) | narrow
186 | Kaunviljad | wide 17 | Suviraps ja -rips | narrow
107 | Mais | wide 15 | civioder T | G
108 | Marjapdfsad, viljapuud ja astelpaju | wide 20 | Kaer | narrow
109 | Mustkesa | wide 28 I Kaer I narrow
110 | P(_a_akapsas . | w%de 22 | Taliraps ja -rups | narrow
111 | Rihvelkultuurid | wide 23 | Rukis | narrow
112 | Suviraps ja -rips | wide 24 | Talinisu | narrow
113 | Suviteraviljad | wide 25 | Talioder | narrow
114 | Taliraps ja -rups | wide 26 | Talitritikale | narrow
115 | Taliteraviljad | wide 27 | Muu teravili | narrow
116 | Muu | wide 28 | Muu | narrow
(16 rows) (28 rows)

Joonis 11. Kultuuride Uldine (vasakul) ja detailne (paremal) klassifikatsioon.

2.4 Andmestiku jaotamine kogudesse

Opetusandmed jagati treening-, valideerimis-, ja testandmestikuks. Treeningandmestiku jargi

toimus mudeli sobitamine, valideerimisandmestiku jargi mudeli parameetrite komplekti

valimine ning isoleeritud ja fikseeritud testandmestiku jargi tdpsuse hindamine.

Kogu andmestik klasside kaupa on kirjeldatud Tabel 3 ja Tabel 4.

Nagu tabelitest ndha, on pdldude arv eri klassides vaga erinevad — mdnes klassis vdib olla Ule
80 000 isendi, samas kui teises alla 100. Suur enamus kdigist meie andmekogus olevatest
poldudest kuulub klassi 2, ehk korreliste heintaimede hulka. Sellisel kujul andmete
kasutamine narvivorkudes voib viia tasakaalust viljas klassifikatsioonini (imbalanced
classification problem), kus isendite jaotus klasside |Gikes on kallutatud, ning seetdttu ka
klassifikatsiooni tulemus.

Seda probleemi saab lahendada kolmel moel:

1) Koguda rohkem andmeid alaesindatud klassidesse.
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2) Valida mudeli sobitamisel dige meetrik, mille pdhjal otsuseid teha. Uld&igsus
(accuracy) ei ole tasakaalust viljas andmekogu puhul vaga adekvaatne, vaid pigem
isegi eksitav.

3) Andmestiku Umberjaotamine (resampling), sealhulgas andmete sinteetiline
rikastamine ehk laiendamine (data augmentation).

Mudeli arenduse alguses (varasemad iteratsioonid) eirasime klasside vahelise tasakaalu
probleemi ning jagasime kogu andmestiku treening-, valideerimis- ja testandmestikuks
90%/5%/5% osades.

Loplike mudelite puhul on aga seda probleemi lahendada puldtud, katsetades eelpool
mainitud voimalustest kahte viimast. Rohkem Gpetusandmeid meil koguda polnud vdimalik.
Meetrikute teemat kasitletakse lahemalt peatikis 4.1.
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Tabel 3. Poldude arv erinevates klassides detailse klassifikatsiooni puhul. Lisaks on lisatud kui suure osa

(%) moodustavad selle klassi naidised kogu andmestikust.

Kultuur 2018+2019

Kood | Nimi kdik ndidised | %

1 Aedmaasikas 334 0,15
2 Heintaimed, korrelised 95328 42,47
3 Liblikdieliste segud (alla 80%) 23761 10,59
4 Liblikdielised (lile 80%) 8168 3,64
5 Kanep 640 0,29
6 Kartul 797 0,36
7 Poldhernes 6050 2,70
8 P&lduba 2765 1,23
9 Muu kaunvili 433 0,19
10 Mais 1428 0,64
11 Astelpaju 407 0,18
12 Marjap06ssad ja viljapuud 585 0,26
13 Mustkesa 636 0,28
14 Peakapsas 80 0,04
15 Porgand 77 0,03
16 Punapeet 71 0,03
17 Suviraps ja -rips 5600 2,50
18 Suvinisu ja speltanisu 13040 5,81
19 Suvioder 22188 9,89
20 Kaer 10423 4,64
21 Tatar 702 0,31
22 Taliraps ja -rlips 6177 2,75
23 Rukis 3882 1,73
24 Talinisu 15647 6,97
25 Talioder 2105 0,94
26 Talitritikale 747 0,33
27 Muu teravili 208 0,09
28 Muu 2169 0,97
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Summa

224448

Tabel 4. P&ldude arv erinevates klassides Uldise klassifikatsiooni puhul. Lisaks on lisatud kui suure osa

(%) moodustavad selle klassi ndidised kogu andmestikust.

Kultuur 2018+2019
Kood | Nimi k&ik naidised | %
101 Aedmaasikas 334 0,15
102 | Heintaimed, kdrrelised 95334 42,50
103 Heintaimed, liblik&ielised 31615 14,10
104 | Kanep 640 0,29
105 | Kartul 796 0,35
106 | Kaunviljad 9235 4,12
107 Mais 1429 0,64
108 | Marjapddsad, viljapuud ja astelpaju | 988 0,44
109 | Mustkesa 634 0,28
110 | Peakapsas 80 0,04
111 | Ruhvelkultuurid 176 0,08
112 | Suviraps ja -riips 5597 2,50
113 | Suviteraviljad 46713 20,83
114 | Taliraps ja -riips 6183 2,76
115 | Taliteraviljad 22308 9,95
116 Muu 2229 0,99
Summa 224291

2.4.1 Klasside tasakaalustamine ja andmete rikastamine

Klasside tasakaalustamiseks saab arvukamaid klasse karpida naidiste kustutamisega (under-
sampling) ja vdhemarvukamaid suurendada olemasolevate naidiste kopeerimisega (over-
sampling). Maarasime klassi ndidiste maksimumbhulgaks 12 000, ehk klassides, kus oli rohkem
pdlde, neid lihtsalt treeningandmestikku ei kaasatud. Vdiksematesse klassidesse |6ime juurde
tehislikke aegridu, vottes olemasolevate naidiste aegread ja lisades neile juhuslikku miira.
Sellisel viisil kasvatasime vaikeste klasside naidiste arvu treeningkogus vordseks suuremate
klasside omale (umbes 9000 pdldu igas klassis, vaiksed erinevused tulenevad siinteetiliste
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ndidiste loomise loogikast, mille kdigus tekitatakse korrutisi olemasolevatest ndidistest) ja

viisime klassid enam-vdahem tasakaalu. Seejarel jaotasime andmestiku treening-, valideerimis-
ja testkoguks 75/20/5% osades. Valideerimis- ja testandmestikku slinteetilisi naidiseid ei
kaastatud. Kui mingis klassis oli pdlde vahem kui 150, siis need jagati treening-, valideerimis-

ja testandmestikuks 40%/30%/30% osades. Sellist lisatingimust rakendati eesmargil, et ka

vaiksemates kultuurigruppides satuks valideerimis- ja testkogusse piisavalt pdlde.

Loplikke mudeli sobitamisel kasutatud andmekogusid vt Tabel 5 ja Tabel 6.

Tabel 5. Erinevate Gpetuskogude suurused detailse klassifikatsiooni puhul. Arvukamaid klasse (ule

12 000 naidise) on karbitud koigis kogudes ja vaiksemate klasside treeningkogudesse on loodud

slinteetilisi ndidiseid.

Kultuur 2018+2019
Kood | Nimi train val test
1 Aedmaasikas 8820 67 16
2 Heintaimed, kdrrelised 9000 2400 600
3 Liblikdieliste segud (alla 80%) 9000 2400 600
4 Liblikdielised (lle 80%) 6126 1633 408
5 Kanep 8640 128 32
6 Kartul 8985 159 39
P&ldhernes 9078 1210 302
8 PSlduba 8296 553 138
9 Muu kaunvili 8802 87 21
10 Mais 8568 285 71
11 Astelpaju 8874 81 20
12 Marjap&6sad ja viljapuud 8780 117 29
13 Mustkesa 8622 127 31
14 Peakapsas 8992 24 24
15 Porgand 8711 23 23
16 Punapeet 8149 21 21
17 Suviraps ja -rips 8400 1120 280
18 Suvinisu ja speltanisu 9000 2400 600
19 Suvioder 9000 2400 600
20 Kaer 7818 2084 521
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21 Tatar 8432 140 35
22 Taliraps ja -rlips 9266 1235 308
23 Rukis 8733 776 194
24 Talinisu 9000 2400 600
25 Talioder 7895 421 105
26 Talitritikale 8976 149 37
27 Muu teravili 8892 41 10
28 Muu 8135 434 108
Summa 240990 22915 | 5773
Kogu andmestik 252 536

Tabel 6. Erinevate Opetuskogude suurused Uldise klassifikatsiooni puhul. Arvukamaid klasse (le 12 000

naidise) on karbitud kdigis kogudes ja vaiksemate klasside treeningkogudesse on loodud sinteetilisi

ndidiseid.
Kultuur 2018+2019
Kood | Nimi train val test
101 Aedmaasikas 8316 67 16
102 Heintaimed, korrelised 9000 2400 600
103 Heintaimed, liblikdielised 9000 2400 600
104 Kanep 7680 128 32
105 Kartul 7774 159 39
106 Kaunviljad 6927 1847 461
107 Mais 7511 286 71
108 MarjapG06sad, viljapuud ja astelpaju 8151 197 49
109 Mustkesa 7632 127 31
110 Peakapsas 9632 24 24
111 Rihvelkultuurid 7980 35 8
112 Suviraps ja -rips 8398 1119 279
113 Suviteraviljad 9000 2400 600
114 Taliraps ja -rlips 9274 1236 309
115 Taliteraviljad 9000 2400 600
116 Muu 8360 446 111
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Summa 133 635 | 15271 ‘ 3830

Kogu andmestik 1526

2.5 Tuvastusmudeli kirjeldus

Pollukultuuride tuvastusmudeliks on stigavoppe mudel, mis too6tab satelliidipiltidelt arvutatud
parameetrite poldude aegridadel (vt tapsemalt dokumendist D4.1 Kirjanduse Ulevaade ja
esialgne pollukultuuride tuvastusmudeli kirjeldus, Ik 11-17).

3 Andmetdotius ja mudeli sobitamine

3.1 Toorandmete too6tlus

S1 aegread arvutati PRIA SATIKA tarkvaraga ja S2 aegread Calvaluse to6tlusahelaga ESTHUBI
keskkonnas.

S2 arvutustulemusi filtreeriti jargmiste tingimuste p&hjal:

e numPasses > 0 (lilelendude arv antud ajavahemikus (lihe pdeva jooksul))
e ndvi_numValid > 5 (kasutatavate pikslite hulk péllu piires)
e cloud flag_arithMean < 0.5 (pilve osakaal p&llu geomeetria ulatuses)

Et vahendada pilvede poolt rikutud aegrea punktide hulka ja muid anomaaliaid:

1) kustutati aegreapunktid, kus ndvi_mean < 0,12. Piirvaartuse maaramisel vGeti aluseks
9 pdeva koigi podldude ndvi_mean vaartuste histogrammid. Valitud pdevade hulgas oli
nii poolpilves kui selgeid pdevi ja vahemalt Uks pilt igast kuust vahemikus aprill-
oktoober. Histogrammide jaotuse ja S2 piltide reaalsete pikslivaartuste vordlemisel
leiti, et ndvi_mean vaartused alla 0,12 on téenéoliselt pilvede poolt mdjutatud. Samas
tuleb teadvustada, et selle piirvaartuse rakendamisega véivad kevadisest perioodist
olla kaduma ldinud ka moned pilvevabade kiintud p&ldude aegreapunktid, kus NDVI
vaadrtused pistelisel kontrollil olid vaga madalad.

2) kustutati aegreapunktid, kus ndvi_stdv > 0,17. Piirvaartuse maaramisel voeti aluseks 9
pdeva koigi poldude ndvi_stdv vaartuste histogrammid. Valitud pdevade hulgas oli nii
poolpilves kui selgeid paevi ja vahemalt (iks pilt igast kuust vahemikus aprill-oktoober.

3) S1 aegreapunktide hulgast kustutati need, mille vhvv_median > 1. Nii kérge VH/VV
tagasihajumise suhe viitab tehisobjekti (nt elektriliin) tagasipeegelduse killastusele
antud pdllu piires ja jarelikult sellised andmed pdllukultuuri kirjeldamiseks ei sobi.

Normeeritud poéldude asukoht on arvutatud jargmise Gmbriku jargi (ihikuks on meetrid):
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X Y
MAX 740000 6615000
MIN 370000 6377000
vahe 370000 238000

Asukoht_X=(point_X - 370000)/370000
Asukoht_Y=(point_Y - 6377000)/238000

3.2 Sisendandmetest eksete eemaldamine

Koikide PRIA pbldude kohta on taotlusel margitud, mis seal kasvama peaks. Enamasti on see
Oige, aga PRIA hinnangul on taotlejate esitatud andmetes <5% vigu. Selleks, et pdldude
andmekogu saaks kasutada mudeli arenduseks, on vaja sealt véimalikult palju vigadega kirjeid
(eksed) eemaldada. Eksete eemaldamine tehti satelliidandmete tunnuskomplekti pdhjal,
kasutades jargmisi parameetreid:

e Sentinel-2 MSl kanal 11 (b11_mean)

e Sentinel-2 MSI andmetest arvutatud NDVI indeks (ndvi_mean)

e Sentinel-1 SAR andmetest arvutatud polarisatsioonide suhe (vhvv_mean)
e Sentinel-1 SAR andmetest arvutatud koherents (cohvv_mean).

Pollud jagati geograafiliselt 16 riihma, mille sees klasterdati tleval nimetatud parameetrite
aegridade alusel 10 klastrisse. Seejarel madrati ekseteks ja eemaldati dpetusandmetest iga
kultuurigrupi piires vaikseimad klastrid (ja klastritesse kuuluvad pdllud), mis moodustasid
kokku kuni 10% kogu selle kultuurigrupi poldudest. Tapsem eksete eemaldamise metoodika
on leitav eraldi dokumendist (Pollukultuuride D4.5 Lisa 1, 2020).

Antud metoodikaga eemaldatud pdldude arvud aastate ja klassifikatsiooni kaupa:

Aasta Detailne klassifikatsioon (narrow) Jame klassifikatsioon (wide)
2018 7098 7078
2019 7131 7350

Eksete eemaldamise tohusust kontrolliti enne ja parast eemaldamist dpetatud mudelite
(ainult S1 ja S2 parameetridega detailse klassifikatsiooni peal) eksimismaatrikiste vordlemise
teel (vt metoodikat pt 9). VOrreldi nii tdpsust valideerimiskogul (Tabel 7) kui ka
vahemolulistest kultuuridest puhastatud eksimismaatrikseid Kappa anallitsi teel (Tabel 8).

Tabel 7. Valideerimiskogu tépsushinnangud enne ja pdrast eksete eemaldamist. Mudeleid rakendati
tingumusega ,sampling_thresholds = [150, 5000]“, mis tdhendab, et igast kultuurigrupist véeti
Opetuskogusse maksimaalselt 5000 pdldu.
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Aasta 2018 2019
Mudel eksed sees eksed eemaldatud eksed sees eksed eemaldatud
Val acc 0,7996 0,8137 0,8392 0,8619
Val loss 0,7941 0,6947 0,5889 0,5244
Tabel 8. Karbitud eksimismaatriksite erinevuse hindamine Kappa meetodil. Kui kahest

eksimismaatriksist arvutatud Z-i vaartus on suurem kui 1,96, vdib jareldada (p < 0,05), et vérreldud

eksimismaatriksid on tdepoolest oluliselt erinevad ja see pole tingitud vaid juhuslikkusest.

Enne Parast 7

Aasta -
Maatriksi kirjeldus KHAT | Maatriksi kirjeldus KHAT | statistik
Eksimismaatriks, eksed Eksimismaatriks, eksed

2018 0,8040 0,8353 | 2,7606
sees eemaldatud
Eksimismaatriks, eksed Eksimismaatriks, eksed

2019 0,8464 0,8715 | 2,4890
sees eemaldatud

3.3 Mustkesa klassi puhastamine

Eelnevate mudeli iteratsioonide ja mustkesa klassi umbmadarase definitsiooni pohjal vois
eeldada, et selles klassis esineb olulisel hulgal pSlde, mis sinna tegelikult ei peaks kuuluma.

Seetdttu vaadati kasitsi 1abi k&ik parcelv_narrow tabelis olevad pd&llud, mille kultuuriks on
margitud ,,mustkesa” ja margiti dra, milliste pdldude aegread (NDVI + coh) ei vasta mustakesa
definitsioonile. Mustakesa maaratlus on kohati kill segane, aga Iahtuti phimdottest, et enne
juuni keskpaika peab olema p&llu pind kas iGmberpodratud (kiindmisjalg) voi taimestikku vaga
vahe (NDVI vaga madal), ning n6 mustana on p&ldu hoitud vahemalt kuni augusti IGpuni. PRIA
definitsioon: ,Mustkesa on kesa, kus vegetatsiooniperioodil toimub maa ettevalmistamine
jédrgnevate kultuuride kiilviks ning eelkultuure ei kasvatata. Mustkesa tuleb harida soovitavalt
iga 2-3 nddala tagant, et umbrohutaimed ei kasvaks seal kbrgemaks kui 5 cm. Erandjuhul
tulenevalt ilmastikust aktsepteeritakse mustkesana maad, millel umbrohtude korgus ei iileta
20 cm ja taimed ei ole joudnud bitsemisfaasi.” (Jaanus Ainso, e-kiri, 05.11.2019).

Piiripealseid ja vaieldavaid juhte oli palju, kuid markisime andmekogus ekseteks suure hulga
poldusid:

Aasta | Kontrollitud pdlde Eemaldatud Kasutatavaid
2018 753 365 388
2019 449 199 250
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Parast mudeli (ainult detailse klassifikatsiooni puhul) uuesti treenimist puhastatud mustakesa
poldudega, oli margata moningast digsuse paranemist mustkesa klassis:

Aasta | Mustakesa klassifitseerimisdigsus enne | Mustakesa klassifitseerimisdigsus parast

2018 0.65 0.74

2019 0.41 0.67

Moningal maaral muutusid ka Gigsused teistes klassides. See oli oodatav, kuna mudelit
sobitate muutunud andmestikuga.

3.4 Mudeli arhitektuur ja hUperparameetrid

Mudel koosneb sisendkihist, sellele jargnevast tensori mé6tmeid vahendavast kihist (flatten

layer) ja kahest tdissidusast vahekihist (dense), mis on omavahel tdielikult thendatud (i k fully

connected layers). Mdlema taissidusa kihi jarel on on lisatud ka andmeid normeeriv_kiht
(batch normalization layer), mis vdahendab mudeli ilesobitamise ohtu. Esimeses tdissidusas
kihis kasutati aktivatsiooniks mittenegatiivset lineaarfunktsiooni (Rectified Linear Unit), teises
sigmoid funktsioon ja valjundkihis softmax aktivatsioonifunktsiooni, mis annab igale pdllule
tOéendosused koigi voimalike nimekirjas olevate kultuurigruppide kohta (28) nii, et
tdendosuste summa on 100%. Mudeli arhitektuuri ja kihtide m&&tmeid vt Joonis 12.

Katsetati ka sisendkihi jarele themd&dtmelise sidumkihi (1D CNN) lisamist, mis andis 2019.
aasta puhul kill 0,006 valideerimisdigsuse (validation accuracy) kasvu, ent samas kasvas
oluliselt ka kadu valideerimisandmestikul (0,3834 - 0,7217). Kombineeritud kahe aasta
andmestiku puhul aga ei paranenud ka valideerimisdigsus. Seetdttu otsustati mitte kaasata
1D CNN kihti mudeli arhitektuuri.

Samuti ei parandanud ResNet (residual neural network) arhitektuur margatavalt mudeli
meetrikuid ja tulemused olid sarnased vdi veidi kehvemad. Samas kasvas treeningule kuluv
aeg ligi 30%, sest ResNet narvivork on keerulisem. Kahe lineaarse narvivorguga saavutame
antud juhul sama tulemuse kiiremini, mistottu eelistasime seda. Suurema arvu naidise puhul
(andmed rohkematest aastatest) véib ResNet arhitektuur tulevikus siiski paremini sobida.
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Layer (type) Output Shape Param #

main input (InputlLayer) [ (None, 153, 25)] 0
flatten (Flatten) (None, 3825) 0

densel (Dense) (None, 3825) 14634450
batch normalization (BatchNo (None, 3825) 15300
dense2 (Dense) (None, 256) 979456
batch normalization 1 (Batch (None, 256) 1024
outcome output (Dense) (None, 28) 7196

Total params: 15,637,426
Trainable params: 15,629,264
Non-trainable params: 8,162

Joonis 12. Tuvastusmudeli arhitektuur. Antud juhul on ndide 2019. aasta detailsema klassifikatsiooniga.

Mudeli hiiperparameetrid olid jargmised:

. kao funktsioon (loss function) = 'categorical_crossentropy'
. monitooritud meetrik (monitored metric) = 'val_custom_f1’
o Opisamm (learning rate) = 0.0001

. ploki suurus (batch size) = 32

. epohhide arv (epochs) = 300

. varase |0petamise lavi (early stop patience) = 10

. Opisammu vahendamise kordaja (reduce factor) = 0.2

. Opisammu vahendamise lavi (reduce patience) = 10

Erinevate parameetritega mudelite treenimisel jouti kdige parema tulemuseni jargmise
komplektiga (S1 parameetrid sinisega, S2 parameetrid punasega, ilmastiku ja asukoha
parameetrid mustaga ning halli varviga on indikaatorveerud): "parcel_id", "s1 date",

"cohvv_median", "cohvh_median", "vhvv_median", "sOvv_median", "sOvh_median",
"b3_median", "b4_median", "b6_median", "b8a_median", "bl1l _median", "b12_median",
"ndvi_median", "ndwi_median", "ndvire_median", "tc_vegetation_median",
"misra_yellow_vegetation_median", "psri_median", "wri_median", "temperature_mean",
"precipitation_sum_mean_3h", , 'precipitation_sum_mean_24h",

, "x_norm_loc", "y_norm_loc".

Sentinel-2 spektrikanalite valikul on jaetud vélja valitute suhtes méned viga ldhedased
naaberkanalid, mille andmed tdendoliselt vdaga palju uut infot ei lisanuks (vt Joonis 13).
Sentinel-2 kanalite pdhjal arvutatud indeksitest jaeti valja tc_wetness ja tc_brightness.
Sademete puhul on andmekomplektis ka indikaatorveerud (halli varvi), mis on mudeli
sisendandmete eripara.
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Vaikse tunnustekomplektiga (NDVI vs NDVI+mullatiilp) katsetuste kdigus selgus, et teatud
klassifikatsiooniga (agroriihmitamise alusel loodud 3 erinevat Uldistustaset ehk soil type,
soil_type2 ja soil_type3) mullaandmete lisamisel muutus nii valideerimiskogu tapsus kui ka
karbitud eksimismaatriksi KHAT statistik oluliselt kehvemaks. Samas muldade ordineeritud
maatriksi, kus telgeteks litoloogiline-geneetiline ning Gldistatud niiskuse telg, péhjal loodud
klassifikatsioon (soil_type4) naitas sama katse puhul olulist mudeli tdpsuse suurenemist (Z-
statistik 4,73). Suurema tunnuskomplektiga mudelile mullattibi (soil_type4) lisamine olulist
tapsuse suurenemist ei andnud (Z<1,96). Seetdttu pole tdendoliselt ka operatiivteenuse jaoks
tunnuskomplekti valides mullainfo kaasamine oluline.

VIS NIR SWIR
— P . > & . —_— —
Bl B9 Blﬂ
% .Ar_.nso.|s R { Water-vapour 1 | Cirrus
50 i R i o BN i el Snow/icef tloud discrimination ]

B7 BBa Vegetation status )

Ve getatmn
20 ro d ndgn

II I
B2 B3| B4 B8 | | | | I I I
| | L. [ | . —_———
400 600 BOC 1000 1200 1400 1500 1800 2000 2210 2400
Joonis 13. Sentinel-2 kanalite jaotus ruumilise lahutuse ja lainepikkuse jargi (allikas:

https://directory.eoportal.org/web/eoportal/satellite-missions/c-missions/copernicus-sentinel-2).

3.5 Kasutatud tarkvara ja riistvara

Arvuti riistvara:

Protsessor: Intel® Core™ i7-8700K (6 tuuma, 12 16ime)
Graafikakaart: NVIDIA Corporation GP104 [GeForce GTX 1070]
Muutmalu: 64 GiB

Kasutatud tarkvarapaketid:

Python 3.7.3

Pandas 0.25.3

Keras 2.3.1

Tensorflow-GPU 2.2.0

Matplotlib 3.1.2
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4 Mudeli sobitamise tulemused ja arutelu

4.1 Mudeli tapsuse ja sobivuse hindamine

Mudeli tapsuse ja sobivuse hindamiseks kasutatakse klassikaliselt jargmisi meetrikuid:

e tdpsus (precision) = konkreetse klassi Gigesti klassifitseeritud naidised / kdik selleks
klassiks klassifitseeritud nadised (TP/(TP + FP))*

e saagis (recall) = konkreetse klassi digesti klassifitseeritud naidised / kdik selle klassi
tegelikud naidised (TP/(TP + FN))

e F1 skoor (F1 Score) = 2 x (tdpsus x saagis)/(tdpsus + saagis). Kombineerib tapsuse ja
saagise Uheks meetrikuks.

e 0Oigsus (accuracy) = oigesti klassifitseeritud pdldude arv / kdigi p&ldude arv ((TP +
TN)/(TP + TN + FP + FN)

e kadu (/oss)

* TP — True Positive; FP — False Positive; TN — True Negative; FN — False Negative

Kadu iseloomustab seda, kui halb mudeli ennustus on Uksiku naidise puhul. Kui mudel on
perfektne, siis kadu on 0, vastupidisel juhul kadu kasvab. Mudeli treenimise eesmargiks on
leida sellised kaalud, mille puhul keskmine kadu ule kdigi ndidiste on madal. Tegemist ei ole
protsendilise nditajaga, vaid antud kogu kdigi ndidiste puhul tehtud vigade summaga.
Funktsioone kao arvutamiseks on mitmeid, antud juhul on mudeli sobitamisel kasutatud
categorical crossentropy kaofunktsiooni.

Kui piliame eelneva panna pdllukultuuride konteksti, vOiks naide olla jargmine:

Tapsus naitab, kui palju oli tegelikult kartulipdlde kdigi mudeli poolt kartulipdlliuks
klassifitseeritud pdldude seas. Juhtub, et mudel klassifitseerib ka naiteks moned peedi voi
porgandipdllud kartuliks (valepositiivsed).

Saagis naitab, kui suure osa tegelikest kartulipdldudest mudel les leidis. Juhtub, et vahel
mudel maarab kartulipdllu hoopis peedipodlluks (valenegatiivsed).

Meetrikute arvutuskdigud on illustreeritud Tabel 9, mis kujutab hipoteetilist
eksimismaatriksit nelja kultuuriga klassifikatsioonile, kus andmestikus oli igat kultuuri 10
poldu.
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Tabel 9. Meetrikute arvutamise pdhimdtted eksimismaatriksil. Maatriksi ridadel on kultuuride tegelikud
sildid ja tulpades ennustatud sildid.

Ennustatud
(predicted)
F1
skoo
- ~ - < Oigsus | r (F1
5 5 5 5 | Tapsus (accura | scor
2 2 2 2 .. ;
£ | £ = £ | (precision) Saagis (recall) cy) e)
~ ~ ~ ~
Kultuu 9/(9+0+0+ 0,9 | 9/(9+1+0+ 0,9
ri 9 1 0 0 1)= 0 0)= 0 0,95 0,90
Kultuu 7/(1+7+2+ 0,6 | 7/(0+7+3+ 0,7
r2 0 7 3 0 1)= 4 0)= 0 0,83 0,67
Kultuu 7/(0+3+7+ 0,5 | 7/(0+2+7+ 0,7
’g r3 0o |2 |7 |1 |[3)= 4 |1)= o |078 |06l
_:__4_ Kultuu 5/(0+0+1+ 0,8 | 5/(1+1+3+ 0,5
& |ra 1 |1 |3 |5 |[5)= 3 |5)= o |o0,85 0,63
|_

Millist meetrikut jalgida mudeli soorituse hindamisel? Sellele kiisimusele pole thest vastust
ning meetriku valik sdltub suuresti klassifitseerimisiilesande ja andmestiku iseloomust.
Tasakaalust valjas klassidega andmestiku puhul (nagu meie pollukultuuride andmestik on), ei
ole Glddigsus kindlasti kdige parem naitaja, mida kasutada parima mudeli valimisel. Mingitel
juhtudel, kui on vaga arvukad ja domineerivad klassid (nagu meie puhul naiteks heintaimed),
vOib pelgalt digsuse meetriku pohjal tehtud mudeli valikud olla isegi eksitavad.

Siin projektis otsustasime kasutada F1 skoori parima mudeli valimisel. See meetrik
kombineerib tdpsuse ja saagise. Mudeli treenimise etapis arvutatakse pérast iga epohhi
keskmistatud ja kaalutud F1 skoor lle kdigi kultuurigruppide ja parim mudel valitakse just
selle meetriku pohjal. Kaalumine tehakse valideerimiskogu pdldude arvuga igas klassis. Sel
viisil ei diskrimineeri ega unusta mudel ka vahemarvukaid klasse ja nende omadusi.

Eksimismaatriksid (confusion matrices) on oluliseks tdienduseks hindamaks mudeli sobivust
eri kultuurigruppide 16ikes. Samuti on eksimismaatriksi tabelitest vdimalik saada infot selle
kohta, milliseid klasse omavahel segamini aetakse. Vaartused eksimismaatriksi peadiagonaalil
nditavad iga klassi klassifitseerimise saagist, ehk antud klassis Gigesti klassifitseeritud poldude
arvu jagatist kdigi selle klassi pdldude arvuga testkogus.

Ill

on testkogus 39 pdldu (ehk neil on kiljes téene silt , Kartul“). Mudel,
mis tOesest sildist ei tea midagi, klassifitseerib need pdllud jargnevalt: ihe maarab klassi

Naide: klassis , Kartu
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,Liblikdieliste segud (alla 80%)“ ja 38 tlkki klassi , Kartul“. Normeeritud eksimismaatriksil
kajastub see tulemus selliselt, et kartuli tegelike siltide real on vaartused 0,03 (1/39=0,03) ja
0,97 (38/39=0,97). Esimene neist siis ennustatud siltide liblikdieliste klassi tulbas ja teine
kartuli tulbas, ehk peadiagonaalil. Meie eksimismaatriksite puhul peadiagonaalil esitatud
hinnanguid tuntakse ka kui antud klassi tegijatapsus (Producer’s accuracy).

Vahendamaks eksimismaatriksite visuaalse vordlemise subjektiivsust kasutasime mudeli
arenduse varajases faasis ka Kappa statistilise analtitisi meetodit, mis vGimaldab hinnata kahe
eksimismaatriksi erinevust ja selle erinevuse statistilist usaldusvaarsust (Bishop jt 1975
viidatud Congalton ja Green, 2008 jargi). Sel viisil saab erineva tunnuskomplektiga treenitud
mudelite eksimismaatrikseid vorrelda ja hinnata, kas mingi tunnuse lisamine muutis tulemust
paremaks voi halvemaks.

Eksimismaatriksite vérdlemiseks ja vajalike statistikute arvutamiseks loodi spetsiaalne Python
skript, milles rakendatud matemaatilised ja statistilised arvutused lahtusid Congaltoni ja
Greeni (2008) raamatus kirjeldatud loogikast ja valemitest.

Jargnevalt on loetletud erinevad sammud, mida skript teeb:

1. mudeli alguparasest eksimismaatriksist eraldatakse 8 vahe levinud kultuurigruppi,
mida soovisime maatriksite vordlemisel mitte arvestada;

2. saadud alam-maatriksile arvutatakse kaks statistilist naitajat:

e K —KHAT, naitab kui palju erineb maatriks juhuslikkusest (0 vaartus)
e var(K) — KHATi varieeruvus, vajalik Z vaartuse arvutamiseks;

3. kahele erinevale eksimismaatriksile tehakse vordlustest, kasutades eelmises punktis
arvutatud statistikuid ja leitakse Z vaartus, mis nditab, kas nende maatriksite erinevus
on statistiliselt oluline. Kui Z vaartus on suurem kui 1,96, voib jareldada (p < 0,05), et
vorreldud eksimismaatriksid on tdepoolest oluliselt erinevad ja erinevus pole tingitud
vaid juhuslikkusest;

4. valjastatakse uus eksimismaatriks koos arvutatud statistiliste naitajatega.

Loplike tulemuste hindamisel jaime F1 skoori, saagise ja tdpsuse juurde, ning eelpool
kirjeldatud Kappa statistilise analiilisi meetodit enam ei kasutanud.

4.2 Tulemused kahe aasta andmestikul

Mudeli arendamise varasemates iteratsioonides sobitasime mudeleid eraldi 2018. ja 2019.
aasta andmetel. Seejarel aga liitsime andmestikud ja I16plikus andmekogus on pdllud nii 2018.
kui 2019. aastast. Mudelid, mille meetrikuid ja tapsushinnanguid jargnevalt kirjeldame, on
sobitatud just selle koondandmestiku peal. Usume, et kaasates andmestikku ndidiseid
erinevatest aastatest (erinevad ilmastikuolud), suudame luua universaalsema ja paris
maailmas paremini kasutatava mudeli, isegi kui Uldistatud tapsushinnangud monevorra
halvenevad. Varasemate tulemustega eraldi aastate andmestike peal on vdimalik tutvuda
tulemites D4.5 ja D4.6.
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Eelpool kirjeldatud andmestiku (vt ptk 2.4) ja mudeli arhitektuuriga (vt ptk 3.4) jGuti jargmiste
tulemusteni (meie poolt parimaks hinnatud mudeli puhul):

2018+2019

Detailne | Uldine

Treeningkogu F1 skoor 0,9807 0,9883

Treeningkogu kadu 0,0584 | 0,0380

Valideerimiskogu F1 skoor | 0,8524 | 0,9109

Valideerimiskogu kadu 0,5567 0,3331

Joonis 14 naitab detailse klassifikatsiooni testkogu pdldude jaotust ruumiliselt. Kahe aasta
andmestikust valiti juhuslikult testkogusse 5773 pdldu, millest mudel klassifitseeris Oigesti
4880 ja valesti 893 pdldu. Kuna juhuvalim oli piisavalt suur, siis katavad sellesse kuuluvad
pollud Eesti ala Ghtlaselt.

Joonis 14. Juhuslikult testkogusse valitud pd&ldude (5773) jaotus Eesti alal. Rohelised pdllud
klassifitseeriti Oigesti (4880) ja punased valesti (893). Testkogusse kaasati pd&lde nii 2018 kui 2019
aastast, osaliselt vGivad nad ruumiliselt kattuda.

Meetrikute tapsemad selgitused on peatikis 4.1. Treenimiste ajalood on kujutatud Joonis 15,
eksimismaatriksid Joonis 16 ja Joonis 17. Po&llukultuurigruppide tuvastamise vGimekust
tapsuse klasside kaupa kujutavad Tabel 10 ja erinevad meetrikud mudeli hinnangutele
testkogul Tabel 11 ja Tabel 12.
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Joonis 15. Mudeli treenimise ajalugu. Must joon naitab epohhi, mille mudel hinnati parimaks. Vasakul

vertikaalsel teljel on kadude (Loss) skaala ja paremal valideerimisandmestiku F1 skoori (F1), saagise

(Recall) ja tdpsuse (Precision) skaala. Vasakul on detailse klassifikatsiooni mudel ja paremal dldise

klassifikatsiooni mudel.
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2. Heintaimed, korrelised- 0.01
3. Liblikoieliste segud (alla 80%)- 0.15QRE10.16
4. Liblikoielised (ule 80%)- 0.02
5. Kanep- 0.03 0.03 0.03 0.03
6. Kartul 0.03 0.03
7. Poldhernes-
8. Polduba- 0.01 0.01 0.03
9. Muu kaunvili-0.05 0.05 0.10 0.05 0.24 0.10 0.10 0.05 0.10 0.05 0.14
10. Mais- 0.01 0.01 g
11. Astelpaju-  0300.10
12. Marjapadsad ja viljapuud-003 024 0.07 GG%
—_ 13. Mustkesa- 0.03 0.10 0.03 0.06 0.03 0.06
';.: 14. Peakapsas- 0.08 0.04 0.04 0.04 0.04
Té 15. Porgand- 0.09 0.04 0.13 0.09 0.04 Eﬁ 0.04
& 16. Punapeet 0.05 0.10 0.19 0.05 0.14 0.29 0.05 0.05 0.10
17. Suviraps ja -rups- 0.01

18. Suvinisu ja speltanisu-

19. Suvioder- 0.01
20. Kaer- 0.01
21. Tatar- 0.03 0.06 0.03 0.11

22. Taliraps ja -riips-
23. Rukis- 0.01

24, Talinisu-

25. Talioder-

26. Talitritikale-

27. Muu teravili- 0.10
28. Muu - 0.08 0.05 0.04 0.04 0.03 0.02
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27 @7 o' e & & R RN . S P 2 R AN S S VA N P A A
FF O *ré‘%@@é‘:ﬁ\a@ SF¥LITILES SFEEFIFTF S
P @A T T OE S R SN S ) N R oy AT KD S Mg
FEFFF 0 oGP R TN PIFF, R T N P S VA VR DS S
W PP P NN A < R
VS oF TV TS e s
o kK R .
& 5 & L 9
&P <8 =
N 2 %
Y > ni N
N Ng
ay:
Predicted label

Joonis 16. Kahe aasta andmete peal treenitud detailse klassifikatsiooni mudeli normeeritud
eksimismaatriks testandmestikul.
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101. Aedmaasikas 0.06
102. Heintaimed, korrelised -
103. Heintaimed, liblikoielised - 0.01

104. Kanep-

105. Kartul -

106. Kaunviljad - 0.95 0,03

107. Mais- 0.01 0.96

108, Marjapdosad, viljapuud ja astelpaju-

109. Mustkesa -

True label

110. Peakapsas-

111. Rithvelkultuurid -
112. Suviraps ja -riips-
113. Suviteraviljad -
114. Taliraps ja -rips-
115. Taliteraviljad -

116. Muu-

Predicted label

Joonis 17. Kahe aasta andmete peal treenitud Uldise klassifikatsiooni mudeli normeeritud
eksimismaatriks testandmestikul.
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Tabel 10. P&llukultuurigruppide tuvastamise saagis detailse ja Uldise klassifikatsiooni puhul.

Saagis (recall) | Kultuurigrupid (detailne) Kultuurigrupid (lldine)
>90 % Kartul; Aedmaasikas;
Poldhernes; Kartul:
PGlduba; Kaunviljad;
Mais; Mais;
Suviraps ja -rups; Suviraps ja -rups;
Taliraps ja -rlps; Suviteraviljad;
Rukis; Taliraps ja -riips;
Talinisu; Taliteraviljad;
Talioder;
Muu teravili.
80-90 % Aedmaasikas; Heintaimed, korrelised;
Heintaimed, korrelised; Heintaimed, liblikdielised;
Kanep; Kanep;
Suvinisu ja speltanisu; Mustkesa;
Suvioder;
Kaer;
70-80 % Peakapsas; Peakapsas;
Tatar; Muu;
Talitritikale;
60-70 % Liblikdieliste segud (alla -
80%);
LiblikGielised (lile 80%);
Astelpaju;
Marjap00dsad ja viljapuud;
Mustkesa;
Muu.
50-60 % Porgand. Marjapd606sad, viljapuud ja
astelpaju;
Ruhvelkultuurid;
<50% Muu kaunvili; -
Punapeet.
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Tabel 11. Testkogu hinnangute meetrikud klasside kaupa (detailsem klassifikatsioon). Saagis on néitaja,

mida on kujutatud ka eksimismaatriksi peadiagonaalil.

Kultuur Meetrikud

Kood. | Nimi frectaon) | e | (FLscore
1 Aedmaasikas 0,7 0,88 0,78
2 Heintaimed, kérrelised 0,78 0,83 0,81
3 LiblikGieliste segud (alla 80%) 0,67 0,66 0,66
4 LiblikGielised (lile 80%) 0,63 0,62 0,63
5 Kanep 0,88 0,88 0,88
6 Kartul 0,7 0,95 0,8
7 Pdldhernes 0,92 0,95 0,94
8 PSlduba 0,84 0,92 0,88
9 Muu kaunvili 0,4 0,1 0,15
10 Mais 0,97 0,96 0,96
11 Astelpaju 0,55 0,6 0,57
12 Marjapo60sad ja viljapuud 0,86 0,62 0,72
13 Mustkesa 0,68 0,68 0,68
14 Peakapsas 1 0,75 0,86
15 Porgand 0,76 0,57 0,65
16 Punapeet 0,67 0,29 0,4
17 Suviraps ja -rlips 0,93 0,97 0,95
18 Suvinisu ja speltanisu 0,85 0,88 0,87
19 Suvioder 0,91 0,89 0,9
20 Kaer 0,88 0,86 0,87
21 Tatar 0,74 0,74 0,74
22 Taliraps ja -rtips 0,99 0,99 0,99
23 Rukis 0,92 0,94 0,93
24 Talinisu 0,97 0,95 0,96
25 Talioder 0,96 0,92 0,94
26 Talitritikale 0,75 0,73 0,74
27 Muu teravili 0,69 0,9 0,78
28 Muu 0,74 0,69 0,72
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Tabel 12. Testkogu hinnangute meetrikud klasside kaupa (Uldine klassifikatsioon). Saagis on nditaja,
mida on kujutatud ka eksimismaatriksi peadiagonaalil.

Kultuur Meetrikud
Tapsus Saagis | F1  skoor
Kood | Nimi (precision) | (recall) | (F1 score)
101 | Aedmaasikas 0,79 0,94 0,86
102 Heintaimed, korrelised 0,83 0,87 0,85
103 Heintaimed, liblikdielised 0,82 0,81 0,82
104 Kanep 0,93 0,88 0,9
105 | Kartul 0,75 0,92 0,83
106 Kaunviljad 0,97 0,95 0,96
107 | Mais 0,99 0,96 0,97
Marjap60sad, viljapuud ja
108 | astelpaju 0,81 0,59 0,68
109 Mustkesa 0,62 0,81 0,7
110 Peakapsas 1 0,71 0,83
111 Rihvelkultuurid 0,5 0,50 0,5
112 | Suviraps ja -rups 0,99 0,97 0,98
113 | Suviteraviljad 0,95 0,97 0,96
114 | Taliraps ja -rips 1 0,99 1
115 | Taliteraviljad 0,98 0,97 0,98
116 | Muu 0,84 0,77 0,81

4.3 Tunnuste olulisuse hindamine

Iga konkreetse tunnuse panust ehk olulisust mudeli 16pptulemusse on narvivorkudes
keerulisem hinnata kui nditeks klassikaliste klassifitseerimisalgoritmide puhul. Viimaste puhul
on erinevates andmetdotlusepakettides olemas eeldefineeritud funktsoonid tunnuste
olulisuse hindamiseks.

Antud juhul kasutati scikit-learn (https://scikit-learn.org/stable/) teeke ja ehitati sama

sisendandmestiku peale uus otsustusmetsa masinGppemudel. Lisaks tunnuste olulisuse
hindamisele pakub alternatiivne mudel head vordlusmaterjali narvivorkudega saavutatud
tulemuste tapsuse hindamiseks.

Klassifitseerimisel kasutati esialgu kdiki olemasolevaid tunnuseid (vt pt 2.1). Otsustusmetsa
klassifikaatorilt on (ihe omadusena vdimalik parida tunnuste olulisuse hinnanguid
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https://scikit-learn.org/stable/

(feature_importances_). Tuntud ka kui Gini-olulisus voi ebapuhtuse-pdhine tunnuste olulisus
(impurity based), naitab see hinnang, kui tihti mingit tunnust kasutati puutippude
lahknemistel'. M&ningase jareltodtluse abil on vdimalik hinnata iga tunnuse Ule kdigi pdevade
summeeritud olulisust (Joonis 18).

olulisus (2018) olulisus (2019) kahe aasta keskmine
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Joonis 18. Tunnuste Gini-olulisus 2018. ja 2019. aasta treeningandmete sobitamisel. Jarjestatud kahe
aasta keskmise vadartuse jargi, mis on ka kujutatud halli joonena graafikul. Mida suurem vdartus, seda
olulisem tunnus.

Lisaks iga tunnuse erinevale olulisusele, vdivad tunnuste olulisused ka ajas muutuda. Kui
vaadata 5 oluliseima tunnuse olulisust ajas (Joonis 19), siis on margata, et optilise satelliidi
Sentinel-2 tunnused (graafikul punaka véarviga) on olulisemad hooaja alguses ja IGpus, samas
kui radarsatelliidi Sentinel-1 tunnused (graafikul rohekad) omavad suuremat moju hooaja
keskel. Sellisel mustril vdib olla mitu pdhjust:

e S2 tunnused on olulisemad mais ja augustis, sest mais on vastavalt erinevate
pollukultuuride erinevale arengule nende “varv” ajas erinev ning ka augustis, saagi
valmimise faasis on nende “varv” erinev. Samas kui juunis-juulis on peaaegu kdik
kultuurid Ghtlaselt rohekates toonides ning suurt eristust S2 varvi jargi teha ei saa.

e S1 on tundlik taimede struktuurile ja veesisaldusele ning ka juunis-juulis on erinevate
kultuuride vahel véimalik leida erinevusi. Juunis-juulis toimuvad paljudel kultuuridel
ka strukturaalsed muutused, néiteks viljapeade moodustumine, viljade valmimine jne.

1 https //scikit- learn org[stableZmodulesdeneratedZSklearn ensemble RandomForestCla551fler html?
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e Eestis on dldiselt juunis ja juulis palju pilvi, mis hdirivad optilise satelliidi Glesvotteid.

Pilvedest rikutud tdhimikud tdidab edukalt S1, mis panustab seetdttu ka enam
kultuuride eristamisse. V0Oiks arvata, et ka selle tottu on kevadel optilised tunnused
olulisemad, sest on lihtsalt rohkem md&6tmisi. Joonis 20 aga seda hiipoteesi paris ei
kinnita. 2018 aasta puhul on téesti mais oluliselt rohkem ma&dtmisi kui suvekuudel voi
sugisel, aga 2019 mai on jdllegi mddtmiste hulgalt pigem tagasihoidlik. IImselt
pilvisusest tunnuste hooajaline muster (eelkdige kesksuvine S2 vaheolulisus) siiski
vaga mojutatud pole.
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Joonis 19. Viie oluliseima tunnuse olulisus paevade |0ikes. Punakate toonidega on kujutatud Sentinel-2

tunnused ja sinakas-rohekate toonidega Sentinel-1 tunnused.

76



1400000

-==0
— 1200000 .==---0-==:::3;::::=0====--0—“
5
£ 1000000 —@— 2018_NDVI
Heol
i —@— 2019_NDVI
E %800000 o v
- _.. -

2 2600000 S
% - -@® - 2019 _s0vv
2 400000
B 200000

0

aprill mai juuni juuli august september oktoober

Joonis 20. K&ik andmebaasis olevad S2 NDVI ja S1 sOvv mddtmised kuude kaupa aastatel 2018 ja 2019.

4.4 Otsustuspuudemetsa klassifitseerimistulemused

Tunnuste olulisuse hindamise kdérvaltulemusena (voi pigem eeldusena) tekkisid juhusliku
otsustusmetsa klassifikaatori (Random Forest) tulemused, mis on vaartuslik vérdlusmaterjal
narvivorkude mudeli tulemustele.

Kuigi sisendandmestik on mdlemal mudelil sama, tuleb réhutada et eeltéotluse sammud olid
oluliselt erinevad ja soltusid antud mudeli arhitektuuri isedrasustest ja andmeformaadi
eeldustest. Samuti polnud treening- ja testandmestiku sisud identsed ning
otsustuspuudemetsa puhul ei viinud me treeningkogu klasside naidised tasakaalu. Seet&ttu
peaks seda vordlust votma kui narvivorkude-pohise ldhenemise kaudset valideerimist
alternatiivse klassifitseerimisalgoritmiga.

Kokkuvottes olid tulemused Usna sarnased. Klasside Ulene kaalutud keskmine F1 skoor oli
2018. aasta testandmestiku puhul 0,83 ja 2019. aastal 0,86, mis on suhteliselt kdrge ja
vorreldav narvivorkude kahe aasta mudeli valideerimisandmestiku F1 skooriga (0,85).
Otsustusmetsa mudeli klassifitseerimistulemused on toodud allpool (Tabel 13, Joonis 21 ja
Joonis 22).

Tabel 13. 2018. ja 2019. aasta testandmestiku klassifitseerimistulemused otsustusmetsa
klassifikaatoriga.

2018 2019

Klas

. Kultuur saagi | pold | saagi | pdld
s e s e

1 Aedmaasikas 0.32 | 34 0.28 |43

2 Heintaimed, korrelised 0.98 | 9619 | 0.97 | 9472

Liblikdieliste segud (alla
3 80%) 0.47 | 2291 | 0.53 | 2429

4 Liblikoielised (lle 80%) 0.35 | 894 0.36 | 753
5 Kanep 0.68 | 57 0.75 |73
6 Kartul 0.8 82 0.95 79
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7 P&ldhernes 093 |554 |094 |626
8 P&lduba 0.81 | 335 0.93 | 201
9 Muu kaunvili 0.12 | 52 0.02 | 48
10 Mais 0.88 | 124 |0.93 | 167
11 Astelpaju 0.05 |37 0.07 | 46
12 Marjapd0dsad ja viljapuud | 0.21 | 62 0.2 54
13 Mustkesa 0.73 | 67 0.81 | 54
14 Peakapsas 0.38 |8 086 |7
15 Porgand 0 8 0.6 5
16 Punapeet 0.2 5 0.5 4
17 Suviraps ja -rips 0.95 | 704 0.95 | 399
18 Suvinisu ja speltanisu 0.79 | 1537 | 0.82 | 1131
19 Suvioder 0.92 | 2441 | 094 | 2031
20 Kaer 0.8 1071 | 0.89 | 991
21 Tatar 0.61 |82 0.7 44
22 Taliraps ja -rlips 0.97 | 407 0.99 | 738
23 Rukis 0.79 | 247 0.92 | 533
24 Talinisu 0.94 | 1200 | 0.97 | 1902
25 Talioder 0.53 |130 |0.84 |276
26 Talitritikale 0.19 | 62 0.44 |85
27 Muu teravili 0 15 0.22 | 18
28 Muu 0.67 | 212 0.6 227
2233 2243
Kaalutud keskmine F1 skoor 0.83 |7 0.86 |6
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Joonis 21. Otsustuspuude metsa klassifitseerimise saagised kahe aasta testandmestikul.
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Eksimismaatriks 2018: RandomForest klassifitseerija

Eksimismaatriks 2019: RandomForest klassifitseerija
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Joonis 22. Otsustusmetsa 2018. (vasakul) ja 2019. aasta (paremal) testandmestiku klassifitseerimise eksimismaatriksid.

80



4.5 Tulemused erinevatel ajahetkedel hooaja jooksul

Voimaliku operatiivsiisteemi jaoks on oluline kultuure tuvastada hooaja vdoimalikult varajases
faasis, et kahtlaste poldude puhul oleks vGimalik teostada kohapealset kontrolli. Katsetasime
kahe aasta mudelit (detailse ja lldise klassifikatsiooniga) sobitada kahe varasema kuupdeva
seisuga — 24. juuni ja 1. august. Tulemused on toodud Tabel 14.

Tabel 14. Kahe aasta mudeli detailse ja Gldise klassifikatsiooni mudeli meetrikud erinevatel ajahetkedel

24, juuni 1. august 1. september

Detailne | Uldine | Detailne | Uldine | Detailne | Uldine

Treeningkogu F1 skoor 0,9306 0,9730 | 0,9659 0,9825 | 0,9807 0,9883

Treeningkogu kadu 0,2024 0,0844 | 0,1057 0,0564 | 0,0584 0,0380

Valideerimiskogu F1 skoor 0,7442 0,8653 | 0,8394 0,8993 | 0,8524 0,9109

Valideerimiskogu kadu 0,7967 0,4780 | 0,5474 0,3520 | 0,5567 0,3331

Tuleb silmas pidada, et erinevate |Gppkuupdevadega treenides kasutasime sama
arhitektuuriga mudelit, mis ei pruugi lihendatud aegridade puhul olla alati optimaalne.

Nagu eelnevast tabelist ndha, siis hooaja edenedes klassifikatsiooni F1 skoor paraneb, mis oli
ka oodatav. Juuli andmete kaasamine parandas tulemust oluliselt, samas kui 1. augusti ja 1.
septembri erinevus oli vaiksem.

Ule klasside kaalutud meetrikute vaartused ei anna terviklikku pilti kultuurigruppide kaupa.
Erinevate kuupdevade eksimismaatriksitest on nidha, et tGle 90% saagis saavutati 24. juuniks
jargmistes detailse klassifikatsiooni klassides: aedmaasikas, poldhernes; taliraps ja -rups,
rukis, talinisu. 1. augustiks lisandusid eelnevatele lle 90% odigsusega veel kartul, pdlduba,
mais, suviraps- ja rips, talioder. Aedmaasika saagis aga langes taas alla 90%. 1. septembriks
saavutasid Ule 90% digsuse koigile eelnevatele lisaks veel vaid muu teravili.

Eksimismaatriksid (ka Gldise klassifikatsiooni omad) on leitavad aruandele kaasatud jooniste
hulgast.

4.6 Tulemuste tdlgendamine ja arutelu

Kuna sligavoppe mudeli tapsus soltub otseselt etteantud sisendandmete kvaliteedist ja
hulgast, siis teatud kaditumist on vGimalik seletada sisendandmete analiilisiga. Kui lugeda
kokku, mitu mudeli treenimisel kasutatavat pdldu iga pollukultuurigrupi kohta andmekogus
on (Tabel 4), siis kdige vahemarvukad kultuurid (punapeet, porgand, peakapsas jt) on just
need, mida mudel suhteliselt kehvemini tuvastada suudab. Vaike hulk treening- ja
valideerimisandmeid mojutab oluliselt mudeli sooritust. Madala tapsuse p&hjuseks voib olla
ka nende kultuurigruppide aegridade suhteline sarnasus teiste (suuremate) kultuurigruppide
aegridadega.
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Joonis 23 on kujutatud klasside suuruste ja klasside saagise suhet. Uldiselt on niha seost, et
mida suurem hulk naidiseid, seda suurem saagis. Umbes 1000 naidise juures vBib margata
killastumist, ehk ideaaljuhul vdiks iga klassi kohta olla &petusandmekogus u 1000
esinduslikku ja kvaliteetset pdldu.

Samuti tulevad viélja klassid 2, 3 ja 4 (liblikGielised), mille puhul on kiill treeningkogu suur, ent
saagis jaab madalaks (eriti klasside 3 ja 4 puhul). limselt on nende klassid tédpne eristamine
olemasoleva andmestikuga vdga raske, kui mitte véimatu Ulesanne. Liblikdieliste klassi
eristusvdimalusi analttsime allpool.

andmestiku suurus vs tapsus 22
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Joonis 23. Erinevate kultuuriklasside (detailne klassifikatsioon) andmekogu suurused (x teljel)
klassifitseerimise saagised (y-teljel).

Kuna osade detailse klassifikatsiooni (narrow) kultuurigruppide sobiva geomeetriga poldude
koguarv ja osakaal kogu taotletud pinnast moodustas vahem kui 1% ning dpetusandmete hulk
nendes gruppides oli vdike, ei ole mudeli ennustusvéime nendes klassides nii oluline kui
arvukamalt Eestis kasvatatavate kultuuride puhul. Meie hinnangul on sellisteks
,vahetahtsateks” kultuurideks aedmaasikas (1), muu kaunvili (9), astelpaju (11), marjapo6sad
ja viljapuud (12), peakapsas (14), porgand (15), punapeet (16), muu teravili (27). Nende
kultuuride puhul jadvad ka I0pliku mudeli saagised 0,1 — 0,75 vahele (vdlja arvatud
aedmaasikas (0,88) ja muu teravili (0,9)), mis ilmselt pole operatiivteenuse jaoks piisav
tulemus (Tabel 15). Samas on ilmselt vdimalik ka nende klasside tulemusi parandada, kui
kaasata rohkem kvaliteetseid naidised treeningkogusse ja mitte kasutada meie enda loodud
siinteetilisi aegridu.
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Tabel 15. Kasvupinnalt vaikeste kultuuride tuvastustapsused

Kultuur Meetrikud
Tapsus Saagis | F1 skoor
Kood | Nimi (precision) | (recall) | (F1 score)
1 Aedmaasikas 0,7 0,88 0,78
9 Muu kaunvili 0,4 0,1 0,15
11 Astelpaju 0,55 0,6 0,57
12 Marjap66sad ja viljapuud 0,86 0,62 0,72
14 Peakapsas 1 0,75 0,86
15 Porgand 0,76 0,57 0,65
16 Punapeet 0,67 0,29 0,4
27 Muu teravili 0,69 0,9 0,78

Samas on tuvastustapsus suhteliselt madal ka mones suures kultuurigrupis, nditeks gruppides
3 (liblikdieliste segud alla 80%) ja 4 (liblikdielised lle 80%), mida mudel ajab segamini just
omavahel ja grupiga 2 (heintaimed, korrelised). Kui visualiseerida nende gruppide koigi

poldude satelliitmdotmiste pdhiseid tunnuseid, siis paistabki nende Uldine kasvukaik vaga

sarnane, mistottu on ka mudeli eksimused arusaadavad. Joonis 24 on toodud naitena NDVI

vaartuste joondiagrammid. Aruandega kaasas olevas jooniste kogus on ka teiste tunnuste

ajalised kaigud.
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Joonis 24. Kdigi NDVI véartuste joondiagrammid (lleval 2018 ja all 2019) kolme kultuurigruppi (2, 3, 4)

kuuluvate kdigi példude puhul.
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Talitritikalet (26) naib olevat raske eristada talinisust ja rukkist, mille ristand ta on. Optiliselt
satelliidilt saadud tunnuste puhul ongi need klassid Upris sarnased (vt NDVI kdike Joonis 25),
kus kall rukis eristub neist kdige rohkem. Radaritunnuste jargi (vt Joonis 26) eristub nendest
kolmest jdllegi kdige paremini talinisu. Talitritikale, mille tunnuste aegread kattuvad kas Ghe
vOi teisega vOi jaavad nende vahele, ongi seetottu ilmselt raskemini eristatav.
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Joonis 25. K&igi NDVI vaartuste joondiagrammid rukki, talinisu ja talitritikale klassidesse kuuluvate kdigi
pdldude puhul.
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Joonis 26. Kdigi sOvv vaartuste joondiagrammid rukki, talinisu ja talitritikale klassidesse kuuluvate kdigi
pdldude puhul.

Teraviljadest on tuvastusdigsus madalam tatral (klass 21) (<80%). Tatrapdldudele ennustab
mudel liblikdieliste klasse (3,4) ning veidi ka suvirapsi ja -ripsi (22) ning muu klassi (28).
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Selgesti tuleb valja ka moningane mudeli hinnangute segadus suvinisu ja speltanisu (18),
suviodra (19) ja kaera (20) vahel, mille saagised jaavad napilt alla 0,9. Peamiselt ajab mudel
segamini neid just omavahel. Joonis 27 kujutab kdigi nendesse klassidesse kuuluvate pdldude
NDVI vaartusi ajas, kust on ndha, et suviodra NDVI vaartused on vahemalt hooaja 16pus
erinevad kaerast ja suvinisust. Kaer ja suvinisu on vdga sarnase NDVI kaiguga.
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Joonis 27. Kdigi NDVI vaartuste joondiagrammid suvinisu ja speltanisu, suviodra ja kaera klassidesse
kuuluvate kdigi példude puhul.

Ka radarsatelliidi parameetri sOvh aegrea pdhjal eristub suvioder kdige selgemini nendest
kolmest kultuurist (Joonis 28). P6hjust, miks mudel neid kolme kultuuri vaga tapselt eristada
ei suuda, on keeruline leida. On selge, et nende kasvukaigud ei ole vdga erinevad, ent
isedrasusi leidub (eriti suviodra puhul). Uheks p&hjuseks v&ivad olla ka valesti sildistatud
naidised, sest eksete eemaldamine polnud tdendoliselt tdiuslik ja Opetusandmekogusse jai
siiski teatav hulk valede siltidega pdlde.
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Joonis 28. sOvh vaartuste joondiagrammid suvinisu ja speltanisu, suviodra ja kaera klassidesse kuuluvate
kdigi pdldude puhul.

Problemaatiline klass on ka ,muu”, mille puhul detailse klassifikatsiooni mudel paigutab
ekslikult pdlde eelkdige heintaimede klassidesse (1, 2, 3) aga vahel ka mujale. Sarnast
kaitumist voib taheldada ka jamedama klassifikatsiooni ,,muu” klassi puhul.

Hoolimata mustkesa klassi erikohtlemisest eeltdotluse etapis (kasitsi eksete eemaldamine),
ei suutnud me selle tuvastustapsusi vaga korgeks tosta. Saagis 0,68 detailsema ja 0,81 lldise
klassifikatsiooni puhul pole kehvad tulemused, ent endiselt aetakse seda segamini
liblikdieliste ja erinevate juurviljadega. Vahem teraviljadega. Tegemist on keerulise klassiga,
mille definitsioon on ahmane ja pdldude valjandgemise varieerumine ilmselt suur.

Jamedama klassifikatsiooni grupp ,Marjapddsad, viljapuud ja astelpaju“ on kehva
tuvastustapsusega ja seda aetakse peaaegu eranditult segamini korreliste ja liblikdieliste
heintaimedega. Senise mudeli arendust66 kdigus muutub tGha ebatdenaolisemaks, et pddsaid
ja viljapuid on antud tunnuskomplektiga vGimalik piisava tdapsusega tuvastada. Vigade
pdhjuseks on ilmselt asjaolu, et Ulevalt satelliidi vaatepunktist ongi marjapddsaste ja
viljapuude aiad suuresti rohttaimedega kaetud ning saadud tunnuskomplektid heintaimede
tunnuskomplektidest palju ei erine. Joonis 29 ja Joonis 30 illustreerivad seda, kus
mustsdstrapdllu viiruline struktuur hasti valja tuleb. Arvestades, et satelliitfoto lahutus on
jamedam kui droonikaameral, sulavad selle pikslites pddsaread ja reavahed kindlasti kokku.
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Joonis 29. Droonifoto pdhjal loodud NDVI pilt mustsdstrapdllust Verevi kila Iahistel (Gmbritsetud
punase joonega). Mustsdstrapdllu korval (pShjapool) on niidetud rohumaa ja nurgas on néha ka
sdnnikuhunnikuid. Pildistamise kuupaev: 28.07.2020.
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Joonis 30. Mustsdstrapdliu foto, kus on ndaha p&d&sad ja niidetud reavahed. Pildistatud kagu suunas.
Pildistamise kuupdev: 28.07.2020.

Treenisime narvivorkude-pdhist detailse klassifikatsiooni kahe aasta mudelit ka ainult 5 kdige
olulisema tunnusega: 'sOvv_median', 'sOvh_median', 'ndvi_median’, 'tc_vegetation_median'
ja 'psri_median'. Saadud mudeli valideerimisandmestiku F1 skoor oli 0,8126 ja kadu 0,6389.
Suurema hulga tunnustega olid need meetrikud vastavalt 0,8524 ja 0,5567.

Viie tunnusega mudeli karbitud eksimismaatriks testandmestikul on Joonis 31.

Kuigi tldine klassifitseerimisdigsus on veidi vaiksem, saab 6elda, et vaga limiteeritud tunnuste
hulgaga on vGimalik saavutada Ule 0,9 saagis jargmiste kultuuride puhul: aedmaasikas, kartul,
poldhernes, pdlduba, mais, suviraps ja -rips, tatar, taliraps ja -rlips, rukis ja talinisu, talioder
ja muu teravili. Ehk vorreldes suurema tunnuste arvuga mudeliga kdige tapsemini (saagis >
0,9) ennustatud klasside hulk isegi kasvas aedmaasika ja tatra arvelt.
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1. Aedmaasikas {25 0.06
2. Heintaimed, korrelised- [l 0.12 0.02 0,01 0.01 0.01
3. Liblikoieliste segud (alla 80%)- ~ 0.18QR300.15
4. Liblikoielised (iile 80%)- 0.09 030@ 0.02
5. Kanep- 0.03 [UEFS b 0.03 0.06
6. Kartul
7. Poldhernes-
8. Polduba- 0.01
9. Muu kaunvili- 0.05 0.05 0.05 0.05 0.24
10. Mais- 0.01 0.01 0.01 0.94 0.01
11. Astelpaju-0.10035 0.10 0.05
12. Marjapdésad ja viljapuud-0.03 0.24 0.07 0.03
— 13. Mustkesa- 0.03 0.06 0.03 0.03
;:: 14. Peakapsas- 0.12 0.04
% 15. Porgand - 0.17
& 16. Punapeet 0.05 0.14 0.05 0.10 0.05 0.05 0.29 0.05 0.24
17. Suviraps ja -rups-
18. Suvinisu ja speltanisu- (8 0.06 0.10

19. Suvioder-
20. Kaer- 0.01 0.01
21. Tatar- 0.03 0.03
22. Taliraps ja -riips-
23. Rukis-
24, Talinisu-
25. Talioder-
26. Talitritikale- 0.03
27. Muu teravili- 0.10

28. Muu -0.03 0.10 0.02 0.06 0.02 0.04
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Joonis 31. Viie oluliseima tunnusega sobitatud kahe aasta mudeli klassifitseerimise saagised testkogul.
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4.7 Mudeli sooritus kontrollitud testkogul

Kui algselt valiti testkogusse pdlde juhuslikult, siis mudeli viimases arenduststklis
kohaldasime kogu andmete eeltootlust viisil, et saaksime testkogusse madrata konkreetseid
polde, mille puhul meil on olemas maapealsed kontrollandmed ja mille sildi digsuses voib olla
kindel. Ilmselt on ka juhuvalimi puhul suur osa siltidest tdeparased, ent PRIA andmetel on
talunike taotlusel esitatud andmetes nii tahtmatuid kui tahtlikke eksimusi.

Kuna maapealseid kontrollitud andmeid ei ole iga kultuurigrupi jaoks piisavalt, et kogu
testkogu nendega éara taita, siis lisaks paigutati sinna polde ka juhuvalimist.

Usaldusvaarseid polde kogusime PRIA 2019. aasta valikontrolli sattunud pdldude hulgast,
Eesti Maaiilikooli ja Tartu Ulikooli uurimisgruppide droonilendudest (millest annab tipsema
Ulevaate RITA tulem D4.9) ja vajadusel ka 2019. a Maa-ameti ortofotodelt, mille pdhjal
madrati peamiselt vilja- ja marjapuude istandikke.

Valisime igasse kultuurigruppi véahemalt 10 p&ldu véimalikult hajutatult Gle Eesti. Kokku sai
kontrollitud testkogusse 298 poldu, nende ruumilist paigutust iseloomustab Joonis 32.

.
.

0 25 50 km

Joonis 32. Kontrollitud testkogu p&ldude jaotus Eesti alal.

Kontrollitud testkogu tulemused on esitatud Tabel 16. Nagu naha, siis klassides, kus juba
suure testkogu peal olid mudeli hinnangud tdpsed, on need kontrollitud testkogul isegi veel
tapsemad. Naiteks ennustati digesti kéik pollud klassides 2, 3, 6, 7, 17, 19, 22, 24, 25. Samas
mones klassis oli mudeli sooritus eriti kehv (sarnaselt suurele testkogule) — naiteks ,,Muu
kaunvili” klassis ei maaratud Ghtegi poldu digesse klassi ning punapeedil sai dige sildi kllge
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vaid ks pdld. Uldiselt on kontrollitud testkogu tulemused heas kooskd&las suure juhuslikult

valitud testkogu tulemustega (Tabel 11).

Tabel 16. Mudeli hinnangud kontrollitud testkogul. Veerg ,Ennustatud klassid” kirjeldab valede

hinnangute klasse. Ndide: 10-st aedmaasika pdllust 9 klassifitseeriti digesti ja 1 valesti. Valesti maaratud

pdldu pidas mudel liblik&ieliseks rohumaaks liblikdieliste osakaaluga lle 80%.

Kultuur
Oige Vale
Kood | Nimi Polde | hinnang | hinnang | Ennustatud klassid Saagis
1 Aedmaasikas 10 9 1 (4] 0,90
2 Heintaimed, korrelised 10 10 0 1,00
3 Liblikdieliste segud (alla 80%) | 10 10 0 1,00
4 Liblikdielised (lile 80%) 12 10 2 [3, 3] 0,83
5 Kanep 10 9 1 [11] 0,90
6 Kartul 10 10 0 1,00
7 Poldhernes 12 12 0 1,00
8 PSlduba 10 9 1 [5] 0,90
9 Muu kaunvili 10 0 10 [7,7,7,7,20,28,28,28,1,7] | 0,00
10 Mais 11 10 1 [18] 0,91
11 Astelpaju 10 5 5 [2,3,2,2,2] 0,50
12 Marjap06dsad ja viljapuud 12 9 3 [2,2,2] 0,75
13 Mustkesa 10 4 6 [20, 4, 28, 4, 16, 4] 0,40
14 Peakapsas 10 6 4 [20, 7, 28, 6] 0,60
15 Porgand 10 6 4 [6, 3, 3, 8] 0,60
[6, 15, 15, 19, 4, 28, 28, 17,

16 Punapeet 10 1 9 12] 0,10
17 Suviraps ja -rips 14 14 0 1,00
18 Suvinisu ja speltanisu 11 9 2 [19, 5] 0,82
19 Suvioder 14 14 0 1,00
20 Kaer 10 8 2 [18, 8] 0,80
21 Tatar 10 9 1 [4] 0,90
22 Taliraps ja -rips 12 12 0 1,00
23 Rukis 10 9 1 [24] 0,90
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24 Talinisu 10 10 0 1,00
25 Talioder 10 10 0 1,00
26 Talitritikale 10 9 1 [23] 0,90
27 Muu teravili 10 9 1 [20] 0,90
28 Muu 10 6 4 [4, 25,6, 17] 0,60
Kokku 298 239 59 Keskmine kaalumata saagis: | 0,80

4.8 Soovitused ja mottekohad pdllukultuuride tuvastamise operatiivsisteemi loomiseks

Temperatuuri, sademete, mullastiku ja pollu asukoha andmed, sellisel kujul nagu neid
kdesolevas  t66s  kasutati, tundavad omavat vaga  vaikest modju
klassifitseerimisdigsusele, mistottu nende kasutamine operatiivsetes teenustes ei
pruugi olla otstarbekas. Eriti arvestades nende eelto6tluse kohmakust ja pohimottelist
erinevust satelliidiandmete to6tlusest, mille jaoks on juba olemas toimiv automaatne
tootlusahel. Sademe- ja temperatuuriandmestiku olulisus ja kasutatavus voib
muutuda olulisemaks, kui kasutada neid kumulatiivselt, ehk summeerida hooaja
algusest alates kuni satelliitpildi Glesvétteni. Sellisel juhul sisaldaksid need rohkem
infot antud hooaja klimaatiliste tingimuste kohta. Seda antud arendusto6 kaigus ei
katsetatud.

Kui arvutusvGimsus ja/voi ressursikasutus seab piire kasutatavate Sentinel-1 ja -2
tunnuste arvule, on tunnuskomplekti véimalik oluliselt karpida, sailitades seejuures
mudeli hea sooritusvdime. Kindlasti peaks olema kaasatud tunnuseid nii optilise kui
radarsatelliidi tunnuste hulgast, sest need tdiendavad teineteist ja annavad koos
paremaid tulemusi kui eraldi. Seda kinnitavad nii varasemad uurimist6od kui ka meie
olulisemate tunnuste analiilis. Meie andmetel on kdige olulisemad tunnused
'sOvw_median', 'sOvh_median', 'ndvi_median', 'tc_vegetation_median' ja
'psri_median'.

Suur osa taliteraviljadest (rukis, talinisu ja talioder) on ilmselt ka operatiivsiisteemis
kdrge tapsusega eristatavad — nii eraldi kui Ghise taliteraviljade klassina, juba hooaja
keskel. Erandiks on talitritikale, mida mudel ennustab ka rukkiks ja talinisuks ning mille
tapne klassifitseerimine voib olla keerukam.

Suviteraviljade (suvinisu ja speltanisu, suvioder, kaer, tatar) omavahelise eristamise
tapsus hooaja keskel (24. juuni) on selgelt kehvem kui augusti alguses ja enne augustit
nende eristamine mottekas pole. Ka hooaja |IGpus ei kiitindi suviteraviljade saagised
ule 0,9 (jaades vahemikku 0,74-0,89). Operatiivsiisteemis vodiks kaaluda nende
eristamist Ghise ,suviteraviljade” grupina, mille tuvastustapsus on korge (saagis 0,97).
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Rapsi- ja rapsi (nii tali- kui suvevormi) ning maisi tuvastamine tundub mudelile lihtsa
Ulesandena. Kui talirapsi vGiks operatiivsiisteemis tuvastada juba juuni I0pus (parast
Oitsemist), siis suvirapsi ja maisi tuvastamisega peaks ootama vahemalt augustini.
Marjapuude ja viljapuude (sh astelpaju) tuvastamine satelliitseirega ndib vaga
keeruline ning kaaluda tuleks teisi andmeallikaid, mis vdivad tootada (nt
aerolaserskaneerimise andmed, kust piisavalt tiheda punktipilve korral voiksid
iseloomulikud vérade kujud valja joonistuda). Nende kultuuride istandike eripara
tottu, kus puude voi pddsaste read vahelduvad rohuribadega, aetakse neid peamiselt
just heintaimedega segamini.

Koogiviljadest voiks operatiivslisteemi kaasata kartuli, voi luua uue suurema klassi,
kuhu peale kartuli kuuluvad ka peakapsas, porgand ja punapeet. Kapsa, porgandi ja
punapeedi eraldi tuvastamine oli hetkel ebatdpne ja neid aeti segamini erinevate
klassidega, ent kdige rohkem just kartuliga.

Poldoa ja poldherne vdiks kaasata operatiivslisteemi, nende tuvastamisel on mudel
tapne.

Hetkel on mudeli ennustuse etapis maaratud pdllule see kultuur, mille tdendosus on
mudeli arvates suurim. Naiteks, olgu meil 3 kultuuriga klassifikatsioon ja mudeli poolt
tehtud hinnang konkreetse pdllu klassikuuluvuse kohta oleks jargmine: kultuur 1 —
33%, kultuur 2 —34%, kultuur 3 —33%. Sellisel juhul omistatakse pollule kultuur 2 klass,
kuigi on selge, et mudel on tegelikult Gpris segaduses. Operatiivsiisteemis peaks
kindlasti kehtestama lavendid, kui suur peab klassikuuluvuse tdendosus olema, et see
toepoolest pdllule madrataks. Kui mudeli tulemus jaab alla lavendi, liigub pdld n6
ykollasesse klassi“, mille kohta me (hest hinnangut anda ei oska. Soltuvalt
kasutusjuhust saab anda selliste poldude korral mitme klassikuuluvuse tdendosused,
mis on koige toendolisemad kultuurid, mis antud pollul kasvavad, ning edasised
otsused ja menetlemine jadvad PRIA spetsialistide teha.
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5 Kokkuvote

RITA1/02-52 ,Kaugseire andmete kasutuselevott avalike teenuste viljatootamisel ja
arendamisel” péllumaade alamprojekti raames tootati valja Eesti oludesse sobiv
pollukultuuride tuvastamise metoodika. Peamiseks andmeallikaks olid Sentinel-1 ja -2
aegread, rakendati narvivorkude masindppe mudeleid. Tootati labi kogu Eestit kattev 2018.
ja 2019. aasta andmestik ning uuriti saadud tapsusi ja eksimise pdhjuseid.

Valideerimiskogul arvutatud F1-skoordid olid 0,85 (kitsam 28 kultuurigrupiga jaotus) ja 0,91
(laiem 16 kultuurigrupiga jaotus). Enamlevinud kultuurigruppide puhul olid testkogu saagised
(recall) Ule 0,9 ning metoodika vOib lugeda operatiivkasutusse votmiseks kipseks. Vaga
soovitav on realiseerida see koos ,kollase klassiga“, et vaiksema usaldusvaarsusega
tulemused oleksid selgelt eristatud, otseseid vigu oleks vdahe ning siisteemi 16ppkasutajad
saaksid mudeli valjundit usaldada.

Vorreldes mudeli varasema versiooniga (tulem D4.6) on kdesolevas I6pparuandes kirjeldatud
mudel seadistatud suuri ja vaikseid kultuurigruppe vordsemalt kasitlema. Kitsama
klassifikatsiooni (28 kultuurigruppi) keskmine saagis tousis tanu klasside tasakaalu
arvestamisele 0.73-It 0.78-le, kuid samas suurenes (lle-eestiliselt potentsiaalselt valesti
klassifitseeritavate pdldude hulk 13 204-It 18 582-le, sest osade suuremate klasside (nt.
korrelised heintaimed ja suvioder) tdpsus kaesolevas mudeli versioonis langes.
Operatiivkasutuse jaoks tuleb vastavalt PRIA vajadustele leida mudeli seadistamisel mdistlik
tasakaal. Kas olulisem on koigi klasside (ka vahelevinumate) véimalikult vérdne kasitlemine ja
koigi klasside puhul keskmise ja korgema tdpsuse saavutamine vOi suurem tdpsus just
levinumate kultuurigruppide puhul?

Avalik prototiiliptarkvara testandmestikul hinnangute andmiseks on alla laetav aadressilt:
https://bitbucket.org/kappazeta/rita-evaluator/src/master/

Aruandes kirjeldatud eksimismaatriksid ja muud olulised joonised antakse lile ka eraldi
failidena. Samuti tehakse kattesaadavaks PostgreSQL andmebaasid kogu andmestikuga nii
2018 kui 2019 aasta kohta.
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6 Viited

D4_4 Pollukultuuride tuvastusmudeli kirjeldus koos tdpsushinnangutega, 1. iteratsioon —
suigis 2019

D4 5 Pollukultuuride tuvastusmudeli kirjeldus koos tdpsushinnangutega, 2. iteratsioon —
kevad 2020

D4_5_Lisal_Pollukultuuride_tunnusvektorite_aegridade_riihmitamine_klasterdamise_abil_j
a_eksete_eemaldamise_metoodika.docx

D4_6 Pollukultuuride tuvastusmudeli kirjeldus koos tapsushinnangutega, 3. iteratsioon — suvi
2020

Congalton, R. G., & Green, K. (2008). Assessing the Accuracy of Remotely Sensed Data:
Principles and Practices, Second Edition (2 edition). CRC Press.
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